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摘要：针对滚动轴承故障诊断时所提取的特征值中可能含有较小相关性和冗余性特征，采用基于Wrapper模式的距离评价技术（distance evaluation technique，简称DET）进行特征选择。在分类器的设计中，提出了基于稳健回归的多变量预测模型（Robust regression-Variable predictive model based class discriminate，简称RRVPMCD）分类方法，以减小 “异常值”对参数估计的影响，从而有望建立更加准确的预测模型。即根据Wrapper模式的特点，首先通过DET方法计算出各特征值对类的敏感度，并结合RRVPMCD分类器，选择敏感度最大的若干特征值组成特征向量矩阵；然后用RRVPMCD方法进行训练，建立预测模型；最后用所建立的预测模型进行模式识别。实验分析结果表明，基于Wrapper模式的特征选择和RRVPMCD的分类方法可以有效地对滚动轴承的工作状态和故障类型进行识别。
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引言

滚动轴承是旋转机械中不可或缺的一部分，其发生故障将直接影响到整个机械的运转，因此提高轴承可靠性、及时准确检测出轴承故障已变得越来越重要。

滚动轴承的故障诊断包括三个步骤，即信息获取、特征提取和模式识别。因此，能否准确有效地提取故障特征是故障诊断的关键之一。提取的特征值常常会出现两种不理想的状况，一是与分类目标无关的特征量；二是与其它特征量有较高相关性的冗余特征量。针对特征值中的这两种状况，可以采用特征选择方法剔除这两类特征。距离评价技术本身是一种过滤(Filter)模式的特征选择方法，其选择效率比较高，但该方法选择的特征子集和任何特定的分类器算法都无关，使得选择效果不理想[1]。因此，本文首先采用基于Wrapper模式的距离评价技术（distance evaluation technique，简称DET）进行特征选择。封装(Wrapper)模式是结合分类器寻求最佳特征集合的一种方法[2]，与分类器算法息息相关。基于Wrapper模式的DET特征选择方法就是首先计算各特征值的敏感因子，然后结合分类算法设定一个最佳阈值，从而选出对类较显著的特征，组成新的特征集，并通过分类器的分类性能来评价特征的可用性，最终实现滚动轴承的故障诊断。
分类器的设计是滚动轴承故障诊断的另一个关键。目前常用于故障诊断的分类器有神经网络和支持向量机等，神经网络分类器具有局部极小点、过学习、网络训练速度慢等缺陷，且过分依赖于先验知识和经验；支持向量机需要严格的核函数及其参数调整，核函数及其参数的选择对分类结果有很大的影响。尤其值得指出的是，这两种分类器都忽略了所提取特征值之间的内在关系。然而，在机械故障诊断中，所有或部分特征值之间大都具有一定的内在关系，而且这种内在关系在不同的系统或类别（相同的系统在不同的工作状态下）间具有明显的不同。

近来，Raghuraj与Lakshminarayanan提出了一种新的模式识别方法——基于多变量预测模型的模式识别（Variable predictive mode based class discriminate ，简称VPMCD）方法[3]。该方法的本质就是通过各个特征值之间的相互内在关系建立数学模型，对于不同的类别可以得到不同的数学模型，从而可以采用这些数学模型对被测试样本的特征值进行预测，把预测结果作为分类的依据，进一步进行模式识别。文献[3]同时还将该方法与神经网络、支持向量机等其它模式识别方法进行了对比，结果验证了VPMCD方法的有效性和优越性。但是，该方法是采用最小二乘回归进行参数估计，最小二乘回归是建立在自变量之间不存在高度线性相关的假定基础上，而实际情况中各种自变量之间总是存在着一定的线性相关性。当这种相关程度比较高时，采用最小二乘会导致回归分析的正则方程组出现病态，从而使最小二乘法的参数估计不稳定，模型拟合精度难以保证；另外最小二乘法以拟合曲线的残差平方和为目标函数，由于平方函数的增长较快，个别偏差较大的点对目标函数的贡献很大，往往错误地将拟合曲线拉向“异常值”的方向，最终导致建立的预测模型达不到分类要求[4,5]。

针对特征选择的要求和最小二乘回归的缺陷，本文提出了基于Wrapper模式的特征选择和基于稳健回归的多变量预测模型（Robust regression-Variable predictive model based class discriminate，简称RRVPMCD）的滚动轴承故障诊断方法。即采用基于Wrapper模式的特征提取方法去除较小相关性和冗余特征；采用稳健回归代替最小二乘回归，其中稳健回归采用M-估计进行参数估计，M-估计法是通过改变目标函数来削弱“异常值”的影响，从而可以得到更加准确的模型参数，最终建立起更加真实的预测模型。
综上所述，本文提出的方法首先通过基于Wrapper模式的距离评价技术进行特征选择，选出合适的特征值组成新的特征集；接着用RRVPMCD方法进行训练，减弱“异常值”对参数估计的影响，然后通过特征值之间的相互内在关系建立预测模型；最后，用所建立的预测模型对故障状态进行分类和识别。实验分析结果表明，基于Wrapper模式的特征选择和RRVPMCD方法可以有效地识别滚动轴承的工作状态和故障类型。

1  基于Wrapper模式特征选择和RRVPMCD的模式识别方法

1.1  基于Wrapper模式的距离评价技术特征选择方法

距离评价技术特征选择方法是基于特征间的距离大小来求特征值对类的敏感度。其判定原则是：同一类内的样本特征距离最小；不同类的样本特征距离最大。能够符合这一原则的特征被认为是敏感特征。如果某一特征的类内距离越小，而不同类的类间距离越大，则说明这一特征越敏感；反之，越不敏感。因此距离评估技术是根据特征值对类的敏感度来选择最为敏感的若干个特征。但敏感度的阈值很难把握，如果阈值选择过大，则会丢失比较敏感的特征值；如果选择过小，则可能使得冗余特征过多，影响分类效率。
目前关于阈值的选择没有公认的标准，鉴于阈值选择对于分类精度和分类效率的重要性，本文采取RRVPMCD与DET相结合的Wrapper封装模式确定阈值，并最终确定特征参数。即首先通过DET求出每个特征值的敏感因子，接着让阈值逐一等于每个敏感因子的值，选出相应的敏感特征值，组成特征向量，然后通过RRVPMCD方法对已知样本进行训练和测试，求出识别率。当识别率最高时，则说明所选特征值能最大限度地反应状态信息。此外，如果识别率达到最高时，所选特征值越少，则诊断时间越少，效率越高。特征选择目的就是在提高诊断精度的同时降低特征空间的维数，从而减少分类器的训练时间。因此，选择此时的阈值及相应的特征值为最佳。

1.2  基于Wrapper模式特征选择的RRVPMCD模型分类识别过程
在机械故障中，采用
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个不同的特征值
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来描述一个故障类别，在不同的故障类别中，其它特征值的影响会导致
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产生不同的变化，那么在该问题中，特征值之间有可能存在一对一的线性或非线性关系：
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。为了识别系统的故障模式，需建立数学模型。在VPMCD方法中，为特征值
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定义的变量预测模型
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VPM

为一个线性或者非线性的回归模型，文献[3]中提出了四种数学模型。以
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个特征值为例，对四种模型中任意一个模型采用特征值
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进行预测，都可以得到： 


[image: image11.wmf]0

(,,,,)

ijjjjjk

XfXbbbbe

=+

                       (1)

式（1）称为特征值
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的变量预测模型
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。其中，特征值
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称为被预测变量；
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称为预测变量；
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为预测误差；
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为模型参数。
本文采用稳健回归来拟合模型参数。稳健回归方法通过选用增长缓慢的函数来削弱“异常值”对回归系数的影响，即当样本存在异常值时，仍然能够尽可能地保证回归系数的正确性。由于稳健回归考虑到了“异常值”的识别及处理，因此其回归分析具有一定的抗差性能。本文采用常用的稳健估计算法——M-估计，M估计的目标函数是由其导函数
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来定义的，Cauchy、Huber等人提出了不同的
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函数，为了求取M-估计，必须求解非线性方程组，因此，采用迭代法求出方程组的解，从而估计出模型参数。基于Wrapper模式特征选择和RRVPMCD 的分类识别方法的步骤如下：
①对于
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类分类问题，共收集
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个训练样本，每一类样本数分别为
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。对所有训练样本提取特征量
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，每一类样本特征量的规模大小分别为
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②用DET特征选择方法求出这
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个特征值的敏感因子，让阈值
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逐一等于每个敏感因子的值，然后选出敏感因子大于或等于阈值所对应的敏感特征值，组成新的特征集，
[image: image27.wmf]12

[,,,]

p

XXXX

=

L

，其中
[image: image28.wmf]1,2,,

ppp

=

L

。令模型类型
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③选择第
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类训练样本的特征量
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作为被预测变量，选择
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个特征量
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作为预测变量。预测变量的组合方式共有
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种可能，因此对于特征量
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可建立
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个变量预测模型。
④对于每一个变量预测模型，特征量
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都可以建立
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个方程，利用这
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个方程通过稳健回归对变量预测模型进行参数估计，然后将预测变量
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回代变量预测模型得到特征量
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的预测值
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⑤分别计算
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个变量预测模型的预测误差平方和
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表示第
[image: image49.wmf]v

个训练样本。选择
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最小值所对应的变量预测模型作为第
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类训练样本中特征量
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的变量预测模型
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，保存相应的模型参数和预测变量。
⑥令
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结束。至此，在模型类型为
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和阶次为
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的情况下
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个类别的所有特征量都分别建立了变量预测模型
[image: image59.wmf]k

i

VPM

，其中
[image: image60.wmf]1,2,,

kg

=

L

表示不同类别，
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表示不同特征量。这些变量预测模型构成一个大小为
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矩阵。接着先后使
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结束。至此，得到各种模型类型和阶次下的
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矩阵。
⑦将所有训练样本作为测试样本分别对每一个
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矩阵进行回代分类测试，选择分类正确率最高的
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矩阵所对应的模型类型和阶次作为最佳变量预测模型的类型和阶次。至此，各种类别下的所有特征量的最佳变量预测模型的类型、阶次、参数和预测变量都得以确定。
⑧选择测试样本，并提取其特征值
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对其进行预测，得到预测值
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表示不同类别，
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⑨计算同一类别下所有特征值的预测误差平方和值
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最小为判别函数对测试样本进行分类，即当在
[image: image81.wmf]g

个预测误差平方和值中
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最小时，将测试样本识别为第
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⑩求出
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）个特征值时的识别率，当识别率最高，且
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值最小时，则选择此时的
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个特征值，结合步骤⑦中所选的最佳预测模型及阶次。然后对未知状态样本提取这
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个特征值进行状态识别。
2  基于特征选择和RRVPMCD方法的滚动轴承故障诊断方法
当滚动轴承发生故障时，其振动信号往往表现出非平稳和非线性特征，若直接提取原信号的特征值会影响诊断精度，因此，必须先对原始振动信号进行处理。在非平稳信号的分析中，时频分析方法能同时提供非平稳信号在时域和频域的局部化信息，因而得到了广泛的应用。在时频分析方法中，经验模态分解[6]（Empirical mode decomposition，简称EMD）和局域均值分解[7]（Local mean decomposition，简称LMD）方法都是自适应的非平稳、非线性信号处理方法。但这两种方法在理论上还存在一些问题，如EMD的过包络、欠包络、端点效应和频率混淆[8]问题，以及LMD的信号突变和端点效应[9]问题。ITD是由Mark G.Frei提出的一种新的自适应时频分析方法[10]，该方法能将非平稳信号分解成为若干瞬时频率具有物理意义的固有旋转分量（Proper rotation component，简称PRC）。与EMD、LMD相比，ITD在端点效应和计算速度上都有明显优势，且可以避免EMD方法中的包络误差，但是该方法并没有对算法本身及固有旋转分量的物理意义进行阐述。因此，在阐述ITD方法及其固有旋转分量物理意义的基础上，提出了改进的ITD算法——局部特征尺度分解（Local characteristic scale decomposition，简称LCD）算法[11]。关于LCD算法的有效性及其在端点效应和分解时间方面均优于EMD的结论已在文献[11]中详细讨论，所以本文不再赘述。

对振动信号进行LCD分解，得到若干ISC分量，提取每个分量的特征，组成特征向量矩阵。但不同特征值对轴承状态信息的敏感程度不同，特征值之间的相关性对诊断结果的影响也不同，因此，在进行故障诊断之前，要进行特征选择。文中采用基于Wrapper模式的距离评价特征选择方法，通过特征选择，减少了特征值，消除了不相关特征对诊断的影响，并且大大减少了诊断时间。特征选择之后，用RRVPMCD分类方法对滚动轴承的状态进行识别，其具体诊断步骤如下：

①在一定转速下以采样率
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对轴承正常、内圈故障、外圈故障和滚动体故障四种状态进行采样，每种状态采集
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组样本。

②利用LCD对原始振动信号进行分解，分解得到若干个单分量信号。对于每个ISC分量，提取方根幅值、均方根值、波形因子、脉冲因子、标准差、峭度等
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个特征，组成特征值向量，每种状态下得到
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阶的特征值矩阵。

③用DET特征选择方法结合RRVPMCD方法预先设定阈值
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④每种状态取
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代表不同类别，
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代表不同的特征值。用训练好的数学预测模型对测试样本进行分类，根据RRVPMCD分类器的输出结果来确定滚动轴承的工作状态和故障类型。

3  实例分析

机械设备在运行时，其关键零部件滚动轴承可能会出现内圈故障、外圈故障或滚动体故障。为了对本文所提的诊断方法进行验证，首先采用美国凯斯西储大学(Case Western Reserve University)电气工程实验室的滚动轴承数据[12]，选用的滚动轴承为6205-2RS型深沟球轴承，转速为1772r/min，采样频率为48000Hz，电机负载为0.746kw，故障直径为0.018mm，故障深度为0.028mm。选取正常、内圈故障、外圈故障和滚动体故障四类状态下的振动信号各220组数据作为样本。其四种状态下的滚动轴承振动信号如图1所示。
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图1(a) 正常状态下滚动轴承振动信号时域波形

Fig.1(a) Vibration signal waveform of rolling bearing with the normal in time domain
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图1(b) 内圈故障状态下滚动轴承振动信号时域波形

Fig.1(b) Vibration signal waveform of rolling bearing with the inner ring fault in time domain
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图1(c) 外圈故障状态下滚动轴承振动信号时域波形

Fig.1(c) Vibration signal waveform of rolling bearing with the outer ring fault in time domain
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图1(d) 滚动体故障状态下滚动轴承振动信号时域波形

Fig.1(d) Vibration signal waveform of rolling bearing with the ball fault in time domain
首先对采集的信号进行LCD分解，每个信号可以分解得到若干ISC分量，选取包含主要状态信息的前两个ISC分量进行特征提取。文中提取了ISC分量的若干特征作为特征值，分别为方根幅值、均方根值、波形因子、脉冲因子、标准差、峭度等6个时域特征，因此每个信号可以提取12个特征值（第一分量的方根幅值、均方根值、波形因子、脉冲因子、标准差、峭度分别为
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，第二分量的方根幅值、均方根值、波形因子、脉冲因子、标准差、峭度分别为
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），然后用基于Wrapper模式的DET特征选择方法对所提取的特征值进行选择。在选择特征之前，预先计算各个特征值对类的敏感度，即敏感因子，如表1所示。
表1 各特征值所对应的敏感因子

Tab.1 The corresponding sensitive factor of each feature 
	特征值

所对应的敏感因子
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	所对应的敏感因子
	0.2047
	0.1996
	0.2259
	0.1130
	0.1995
	0.1367


得出各特征值的敏感因子后，接着采用RRVPMCD结合DET的Wrapper封装模式特征方法确定最佳阈值，使阈值
[image: image118.wmf]g

从大到小依次取各特征的敏感因子，即阈值
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时，将只选择特征
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；
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时，将选择
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两个特征；依此类推，当
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时，选择全部12个特征。图2给出了选择不同阈值所对应的特征值个数时RRVPMCD分类器的识别率。
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图2 所选特征值对应的RRVPMCD识别率

Fig.2 The corresponding RRVPMCD recognition rate of the selected features
从图2可以看出，选择2（
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）个特征值时，不能充分反应出齿轮的真实信息，且不能建立最佳的预测模型，识别率不够高。特征值选5-12个时，出现冗余现象和不相关特征值的负效应。冗余使得分类时间大大增加；不相关特征值的负效应使识别率有所下降。因此综合考虑，所选特征值
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时为最佳。图3所示为所选的特征值。
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图3 采用基于Wrapper模式的DET方法选择出的特征值

Fig.3 The selected features by using DET based on Wrapper mode
把图3所选的4个特征值（
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）组成一个特征向量矩阵，用于滚动轴承的故障诊断。对于改进前后的VPMCD，其建模方法及分类准则保持不变，首先用训练样本通过特征值之间的关系建立数学模型，接着把特征值回代到所建立的模型中，预测出每个模型中各个特征值的预测值，以最小预测误差平方和为判据，每种状态找出预测误差平方和最小的一个模型作为预测模型，然后把测试样本带入到所建立的几个预测模型中去，再次求出测试样本中各个特征值的预测值，最后比较各种状态下预测模型得到的预测误差平方和，从而识别出测试样本的状态。为了比较改进前后原VPMCD方法和改进RRVPMCD方法的识别精度，分别采用VPMCD方法和改进RRVPMCD方法对训练样本进行训练，建立最佳预测模型；然后用两种分类方法对测试样本进行分类识别。本文分别采用Re-substitution（简称RS）检验、K-fold cross-validation（简称K-CV）检验和Jack-knife（简称JK）检验对两种方法进行验证，其中Re-substitution检验能验证算法的自相容性，K-fold cross-validation和Jack-knife检验是较为客观和严格的交叉检验，其中Jack-knife检验方法是目前公认的最好的交叉检验方法，能反映算法的推广能力，K-CV交叉检验法常用来测试算法的准确性。采用三种检验法分别对VPMCD和改进RRVPMCD的性能进行检验，检验结果如表2所示。其中引入的kappa系数是一种计算分类精度的方法，其值越大，则表示分类效果越好。


表2 三种检验法下的原VPMCD和改进RRVPMCD分类性能对比
Tab.2 The original VPMCD and improve RRVPMCD classification performance contrast 

in the three kinds of inspection

	分类器
	正常状态
	内圈故障
	外圈故障
	滚动体故障
	总识别率
	Kappa系数

	VPMCD

（RS）
	（220/220）

100%
	（218/220）

99.09%
	（220/220）

100%
	（219/220）

99.55%
	（877/880）

99.66%
	0.9955

	RRVPMCD

（RS）
	（220/220）100%
	（220/220）100%
	（220/220）100%
	（219/220）99.55%
	（879/880）

99.89%
	0.9985

	VPMCD

(10- CV)
	（220/220）100%
	（218/220）99.09%
	（220/220）100%
	（219/220）99.55%
	（877/880）

99.66%
	0.9955

	RRVPMCD
(10- CV)
	（219/220）99.55%
	（220/220）100%
	（220/220）100%
	（219/220）99.55%
	（878/880）

99.77%
	0.9970

	VPMCD
(JK)
	（220/220）100%
	（218/220）99.09%
	（220/220）100%
	（218/220）99.09%
	（876/880）

99.55%
	0.9939

	RRVPMCD
(JK)
	（219/220）99.55%
	（220/220）100%
	（220/220）100%
	（219/220）99.55%
	（878/880）

99.77%
	0.9970


表2显示了两种分类方法在三种检验法下的识别率和kappa系数。通过测试，两种方法都有很高的自相容性和分类准确性，但是由于原VPMCD采用了最小二乘回归，而最小二乘回归对“异常值”具有敏感性，因此分类效果不如改进RRVPMCD；改进RRVPMCD采用稳健回归改善了最小二乘回归的这个缺陷，有效地削弱了“异常值”的影响。因此，在三类检验法下，改进RRVPMCD无论是总识别率还是kappa系数，均优于原VPMCD方法。
为了进一步说明特征提取结合改进RRVPMCD方法的优越性，下面比较特征提取前后的分类时间。在实验样本中随机抽取其中的100组数据为训练样本，其余的120组数据为测试样本，然后通过特征提取进行RRVPMCD分类，其结果如表3所示。
表3 特征选择前后RRVPMCD的识别率及分类时间对比
Tab.3 The recognition rate and classification time before and after feature selection in regard of RRVPMCD 
	分类方法
	特征选择前
	特征选择后

	
	识别率
	分类时间
	识别率
	分类时间

	改进RRVPMCD
	99.79%
	2881.909s
	99.79%
	1.310013s


从表3中可知，特征选择前后，改进RRVPMCD的总体识别率并没有降低。但是由于去除了不相关特征和冗余特征，使得分类时间大大降低了，特征选择前分类运行时间为2881.909s，远远大于选择后的分类时间1.310013s，从而为滚动轴承的在线诊断提供了可能。
上述采用美国凯斯西储大学的滚动轴承数据进行实验验证，证明了改进RRVPMCD的优越性，下面把该方法应用于湖南大学现场实际数据中，从而来说明所提方法的适用性。选用的滚动轴承为6307E型深沟球轴承，通过激光切割方法分别在滚动轴承的内圈和外圈上开槽来模拟内圈故障和外圈故障，槽宽为0.15mm，槽深为0.13mm，转速为680rpm，采样率为4096Hz。由于实验条件的限制而未能在滚动体上设置故障。其实验装置如图4所示（振动信号由轴承座上的加速度传感器采集）。图中，调速电机为直流伺服电机，功率为600W。实验采集正常、具有内圈故障和外圈故障三种状态滚动轴承的振动信号，每种状态200组数据，随机抽取其中的100组数据为训练样本，其余的100组数据为测试样本。
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图4 滚动轴承故障实验装置
Fig.4 Rolling bearing fault experiment device
首先对拾取的信号通过LCD分解，接着提取前两个分量的时域特征（方根幅值、均方根值、波形因子、脉冲因子、标准差、峭度），然后对100组训练样本采用基于Wrapper模式的DET特征选择方法选出敏感特征值。通过图5和图6可知，选择三个特征值（
[image: image138.wmf]1
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和
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）时为最佳。最后用两种分类方法进行分类测试，通过三种检验法进行验证，其验证结果如图7所示。
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图5 所选特征值对应的RRVPMCD识别率

Fig.5 The corresponding RRVPMCD recognition rate of the selected features
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图6 采用基于Wrapper模式的DET方法选择出的特征值

Fig.6 The selected features by using DET based on Wrapper mode
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图7三种检验法下的原VPMCD和改进RRVPMCD分类性能对比
Fig.7 The original VPMCD and improve RRVPMCD classification performance contrast 

in the three kinds of inspection
从图7中可以看出，在三种检验法下，改进RRVPMCD方法的检验精度都比原方法有所提高。在10-CV检验中，改进RRVPMCD方法的总体检验精度（94.00%）比原方法（91.83%）提高了2.2个百分点；在RS检验中，改进RRVPMCD方法的检验精度（93.50%）比原始VPMCD方法（92.17%）提高了1.3个百分点；在JK检验中，改进RRVPMCD方法的检验精度（93.33%）比原始VPMCD方法（91.83%）提高了1.5个百分点。这说明改进RRVPMCD方法无论是在算法的自相容性方面还是在算法的推广性方面都要优于原方法，而且该方法在三种检验下的较高识别率也说明了它在滚动轴承故障诊断中的适用性。
4 结论

本文将特征选择和RRVPMCD相结合应用于滚动轴承的故障诊断中，经研究得出以下结论：

(1)对所提取的特征值通过基于Wrapper模式的DET方法进行特征选择，剔除了不相关性、较小相关性和冗余特征值，从而选出对类最敏感的特征值。

(2)RRVPMCD方法采用稳健回归代替最小二乘回归进行参数估计，减小了估计值受“异常值”的影响，可以得到比较真实的模型。
(3)RRVPMCD中预测模型的建立本质上是参数估计的过程，从而避免了神经网络结构和类型的选择以及支持向量机中核函数和参数的选择。而这些参数、核函数、结构和类型的选择往往都过分依靠经验或先验知识。因此，RRVPMCD模式识别方法受主观因素的影响较少，所得分类结果更客观。
对滚动轴承正常状态、内圈故障、外圈故障和滚动体故障振动信号的分析结果表明，特征选择和RRVPMCD相结合的滚动轴承故障诊断方法可以准确、有效地对滚动轴承的工作状态和故障类型进行分类，从而为滚动轴承的故障诊断提供了一种新的方法。
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The rolling bearing fault diagnosis method based on the feature selection and RRVPMCD
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Hunan University, Changsha, 410082）
Abstract: Aiming at the disadvantage that the extraction features may contain smaller correlation and redundancy characteristics in the rolling bearing fault diagnosis, distance evaluation technique (DET) based on Wrapper was used for feature selection. In the design of the classifier, regression-Variable predictive mode based class discriminate (RRVPMCD) was put forward to reduce the effect of abnormal value in the estimation of parameters, therefore more accurate prediction models can be built up. According to the characteristics of the Wrapper mode, firstly, the sensitivities of each feature was calculated for class by using DET，and several features with the biggest sensitivity were chosen to establish feature vector matrix combined with RRVPMCD，then, a predictive model was built with the method of RRVPMCD, finally, the established predictive model was used for pattern recognition. Experimental results show that the model based on the Wrapper feature selection and RRVPMCD method can effectively identify work status and fault type of rolling bearing.
Key words: wrapper mode; feature selection; robust regression-variable predictive model based class discriminate; rolling bearing; fault diagnosis
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