基于流形学习和改进VPMCD的滚动轴承故障诊断方法(
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摘要：提出一种基于拉普拉斯特征映射流形学习算法（Laplacian Eigenmaps，简称LE）和改进多变量预测模型（Variable predictive model based class discriminate，简称VPMCD）的滚动轴承故障诊断方法，首先对振动信号进行局部特征尺度分解（Local characteristic scale decomposition，简称LCD），并提取各内禀尺度分量（Intrinsic scale component，简称ISC）的特征构造高维特征向量，接着采用LE算法挖掘出高维数据中包含有效信息且具有内在规律性的低维特征，然后输入到基于Kriging的改进多变量预测模型（Kriging-Variable predictive model based class discriminate，简称KVPMCD）分类器中进行模式识别。该方法充分利用并有效结合了LCD在信号处理、LE在挖掘特征信息和KVPMCD在模式识别方面的优势，实现了滚动轴承故障特征提取到故障识别的全程诊断。实验分析结果表明，基于LE算法和KVPMCD的分类方法可以有效地对滚动轴承的工作状态和故障类型进行识别。
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引言
对于滚动轴承故障诊断来说，其振动信号往往表现出非平稳和非线性特征，若直接提取原信号的特征值会影响诊断精度，因此，必须先对原始振动信号进行处理。在非平稳信号的分析中，经验模态分解（Empirical mode decomposition，简称EMD）、局域均值分解（Local mean decomposition，简称LMD）和本征时间尺度分解[1]（Intrinsic time-scale decomposition，简称ITD）方法都是自适应的非平稳、非线性信号处理方法。但上述方法在理论上都还存在或多或少的缺陷，如EMD的过包络、欠包络、端点效应和频率混淆[2]问题；LMD的信号突变和端点效应[3]问题；ITD方法没有对算法本身及固有旋转分量的物理意义进行阐述。因此，我们在阐述ITD方法及其固有旋转分量物理意义的基础上，提出了改进的ITD算法——局部特征尺度分解（Local characteristic scale decomposition，简称LCD）算法[4]。关于LCD算法的有效性及其在端点效应和分解时间方面均优于EMD的结论已在文献[4]中详细讨论，所以本文不再赘述。

通过对振动信号LCD分解，得到若干内禀尺度分量（Intrinsic scale component，简称ISC）并提取其特征，从而就会构成高维特征向量，这些高维数据的大量使用，给故障的识别带来了很大的麻烦，许多有效的信息淹没在高维数据中，难以被有效地利用，且影响分类效率。目前对于高维数据，常采用降维方法提取能反映故障状态有效信息的低维特征，降维方法一般可以分为两种，即线性和非线性降维。线性降维方法是假设数据存在于全局线性中，即数据集中的各特征值之间是独立的，主成分分析[5] (principle components analysis，简称PCA)就是一种比较常用的线性降维方法。但是，在实际情况中，高维数据往往是具有非线性结构的，因此，主成分分析方法的使用具有局限性。流形学习是典型的非线性的降维方法，旨在发现高维数据中的内在规律性，其思想是少数独立变量在高维空间中共同作用形成了一个流形，如能够有效地展开空间的流形或者挖掘内在的主要变量，就可以对该高维数据集进行压缩降维。流形是在微分几何学的基础上形成的，实质上是局部可坐标化的拓扑空间，可以看成是在欧氏空间中的非线性推广。因此，流形学习可以有效的对高维数据进行降维，拉普拉斯特征映射算法[6]（Laplacian Eigenmaps，简称LE）是一个常用的流形学习降维方法，它采用图拉普拉斯算子的谱性质进行求解，寻求在某种意义上可以最佳地保持局部领域信息的低维表示，挖掘出高维数据中具有内在规律性的低维特征。
提取并挖掘出低维数组特征过后，随之而来的就是模式识别，模式识别作为滚动轴承故障诊断的另一重点，目前常用于故障诊断的模式识别方法有神经网络和支持向量机等，但他们都有一些无法克服的缺陷，且诊断结果受主观影响较大。另外，上述模式识别方法都忽视了特征集中数据之间的内在关系。然而，在所提取的机械故障振动信号特征中，其特征值之间大都具有一定的内在关系，而且这种内在关系在不同的系统或类别（相同的系统在不同的工作状态下）间具有明显的不同。基于特征值之间的这种内在关系，提出了一种基于Kriging的多变量预测模型（Kriging-Variable predictive model based class discriminate，简称KVPMCD）模式识别方法。KVPMCD的实质就是通过特征值之间的相互内在关系建立数学模型，对于不同的类别可以得到不同的数学模型，从而可以采用这些数学模型对被测试样本的特征值进行预测，把预测结果作为分类的依据，进一步进行模式识别。该方法克服了原多变量预测模型[7]（Variable predictive model based class discriminate，简称VPMCD）中模型的单调性，VPMCD模式识别方法仅有四种回归模型进行预测，当特征值之间关系较为复杂时将导致预测精度降低。Kriging函数[8,9]是作为一种估计方差最小的无偏估计模型，通常是由三种回归模型和七种相关模型组合而成，回归模型构建了预测模型的主结构，相关模型是在全局基础上创建的局部偏差，用来弥补单纯采用回归模型的缺陷，使得所建立的模型更加逼真，从而可以建立反映特征值之间复杂关系的KVPMCD模型。
将LCD、LE流形学习和KVPMCD方法引入滚动轴承故障诊断，首先经过LCD分解降低了振动信号非线性和非稳定性对故障特征提取的影响，接着通过LE算法特征压缩，得到具有内在规律的低维特征，而KVPMCD的原理恰恰是基于特征值内在关系建立的预测模型。因此，最后把得到的低维特征向量输入KVPMCD分类器进行诊断识别。从而实现了将LCD、LE流形学习算法和KVPMCD相结合应用于滚动轴承故障的全程连续诊断。
1 基于LE算法的KVPMCD滚动轴承故障诊断方法
1.1 LE流形学习算法

拉普拉斯特征映射算法作为一种典型且有效的流形学习方法，以保持局部空间结构领域信息不变为宗旨，在很大程度上保持了原空间中数据的局部最优分布情况。LE方法的基本原理是：数据在高维空间中距离比较近的点映射到低维空间中的点也应该离得比较近，其损失函数为两点间的加权距离，然后借助图拉普拉斯算子的谱性质进行求解，能够挖掘出嵌入在高维数据中具有内在规律的低维几何分布特征。LE算法具体步骤[6]如下：

(1)构造近邻图。设定一领域参数
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(2)构造邻接权值矩阵
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。设定热核方程参数
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，使用热核方式给每一条边赋予权值
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(3)特征映射。计算出图拉普拉斯算子的广义特征向量，求低维嵌入。求解广义特征值问题
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个特征值对应的特征向量，即为所得到的数据集对应
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维嵌入坐标。
1.2 VPMCD模型

在机械故障诊断中，提取
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个不同的特征值
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来描述一个故障类别，由于特征值之间存在的内在关系，因此，在不同的故障类别中，
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会受到其它特征值的影响而产生不同的变化，在此类问题中，特征值之间可能存在一对一的关系：
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。为了识别系统的故障模式，需建立数学模型。原VPMCD方法中，为特征值
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定义的变量预测模型
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为一个线性或者非线性的回归模型，文献[7]中提出了四种数学模型。以
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个特征值为例，对四种模型中任意一个模型采用特征值
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式（2）称为特征值
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的变量预测模型
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称为预测变量；
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为预测误差；
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为模型参数。

1.3 Kriging模型

Kriging模型假设系统的响应值与自变量之间的真实关系可以表示成如下的形式：
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式中
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是确定性漂移，它是一个确定性部分，在Kriging模型中通常称为回归模型，回归模型有三种形式：零阶回归模型（Zero order polynomial）；一阶回归模型（One order polynomial）；二阶回归模型（Two order polynomial）。 他们是所建立Kriging模型的主要框架。
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称为涨落，它提供对模拟局部偏差的近似，是和“相关模型”有关的一个函数，相关模型是传统关系函数的一种变化形式，它可以用来描述变量之间的空间结构变化，也可以描述其随机性变化[10]，它是在全局模型的基础上创建的均值为零，但是方差不为零的局部偏差，只有选择合适的相关函数，才能保证模型具有较高的准确性。利用不同的相关模型对采样点的特征值进行建模，并计算不同测试条件下估计值的均方误差，相关模型有七种：指数模型（Exponential）；广义指数模型（Generalized exponential）；高斯模型（Gaussian）；线性模型（Linear）；（球体模型）Spherical；立方模型（Cubic）；样条模型（Spline）。

1.4 VPMCD中最小二乘拟合和Kriging插值拟合比较
假设一个二次交互模型函数
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，则可画出一空间曲面。
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图1 函数的原曲面图和两种拟合方法得到的曲面图对比
Fig.1 The contrast between original surface figure of the function and surface figures 

obtained through two fitting methods
为了比较两种拟合方法的拟合效果，首先从曲面上任意选取50个点，则可组成一个
[image: image42.wmf][503]
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的矩阵，然后代入VPMCD中的二次交互回归模型，通过最小二乘回归拟合出参数，接着把矩阵回代建立的模型中，得到一个新的多项式函数，即最小二乘拟合出的曲面，如图1(b)所示。用同样的50个点，选定Kriging模型的回归模型、相关模型及相关模型参数，然后通过所建立的Kriging模型插值得到一个拟合曲面，如图1(c)所示。图1中直观地表达了两种插值拟合方法的效果，下面从误差检验上比较一下两种方法的有效性，选用预测点的均方根差、经验累积方差[11]和平均相对误差作为参考量，其比较结果如表1所示。
表1 两种拟合方法在三种误差检验法下的误差数值比较

Tab.1 The error numerical comparison between two fitting methods 

under three kinds of error inspection methods
	拟合方法
	误差检验方法

	
	均方根差
	经验累积方差
	平均相对误差

	VPMCD最小二乘回归拟合
	8.9059
	79.3157
	0.6213

	Kriging插值拟合
	0.8383
	0.7028
	0.0803


分析比较图1可知，由于随机产生的数值较为复杂，通过VPMCD建立预测模型，拟合出的曲面出现失真，而Kriging插值得到的曲面由于存在相关函数的原因，对回归模型进行了补充，使得拟合出的曲面和原曲面十分相似。而在表1中，列举了两种拟合方法的三种误差检验值，无论是那种误差检验法，Kriging插值拟合所得到的误差值都很小，明显优于VPMCD的最小二乘回归拟合。因此，Kriging模型展示了比VPMCD现有模型的优越性，从而证明基于Kriging函数的KVPMCD比原VPMCD具有更强的适应性。
1.5 基于Kriging模型的KVPMCD模式识别方法

①对于
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。对所有训练样本提取特征量
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，每一类样本特征量的规模大小分别为
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②选择第
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类训练样本的特征量
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作为被预测变量，选择剩下的
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③令回归模型类型
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 (Zero order polynomial、One order polynomial、Two order polynomial三种模型分别用数值1、2、3标记)，相关模型的模型类别
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( Exponential、Generalized exponential、Gaussian、Linear、Spherical、Cubic 、Spline七种模型分别用数值1、2、3、4、5、6、7标记)，建立一个数学模型。

④先后分别令
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结束。预测变量的组合方式共有
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种可能，因此对于特征量
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⑤对于每一个特征量
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建立的
[image: image61.wmf]k

n

个方程，然后把第
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类训练样本的特征量进行回代，利用Kriging模型得到特征量
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的预测值
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⑥分别计算
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个变量预测模型的预测误差平方和
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表示第
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，保存相应的模型参数和预测变量。

⑦令
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和相关模型类型为
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的情况下，
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个类别的所有特征量都分别建立了变量预测模型
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表示不同类别，
[image: image81.wmf]1,2,,

ip

=

L

表示不同特征量。这些变量预测模型构成一个大小为
[image: image82.wmf]gp

´

的
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矩阵。

⑧将所有训练样本作为测试样本分别对每一个
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矩阵进行回代分类测试，选择分类正确率最高的
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矩阵所对应的回归模型类型和相关模型类型作为最佳变量预测模型的类型。至此，各种类别下的所有特征量的最佳变量预测模型的类型、预测变量都得以确定。

⑨选择测试样本，并提取其特征值
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，分别采用变量预测模型
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表示不同类别，
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表示不同特征量。

⑩计算同一类别下所有特征值的预测误差平方和值
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最小为判别函数对测试样本进行分类，即当在
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最小时，将测试样本识别为第
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2  基于LE算法和KVPMCD方法的滚动轴承故障诊断方法

拾取滚动轴承振动信号并经过LCD分解后，接着就要对得到的若干ISC分量提取包含故障有效信息的特征。特征提取作为故障诊断中的关键环节，只有选择合适的特征才能准确区分滚动轴承的工作状态和故障类型。用来描述系统非线性特性的参数较多，复杂度相对较为简单；峭度和模糊熵也常用来处理非线性问题。因此，本文中采用组合的方法，即提取信号的复杂度、峭度和模糊熵。它们之间可相互补充、相互印证，更有利于识别故障信号，增强可靠性。提取每个分量的特征，组成特征向量矩阵。由于特征向量的维数较多，直接用分类器进行模式识别，不但影响分类效率，而且高维数据掩盖了有效信息，因此，接着采用LE流形学习算法对特征向量矩阵进行降维，挖掘出具有内在规律的低维向量矩阵，然后用KVPMCD分类方法对滚动轴承的状态进行识别。
基于LE流形学习和KVPMCD的滚动轴承故障诊断方法步骤如下：



图2 滚动轴承故障诊断原理图
Fig.2 The schematic diagram of rolling bearing fault diagnosis
①在一定转速下以采样率
[image: image98.wmf]s

f

对滚动轴承正常、内圈故障、外圈故障和滚动体故障四种状态进行采样，每种状态采集
[image: image99.wmf]N

组样本。

②首先利用LCD方法对原始振动信号进行分解，得到若干ISC分量。然后提取包含信号主要信息的前几个ISC分量的复杂度、峭度和模糊熵作为特征值，每个信号提取
[image: image100.wmf]j

个特征值，组成特征值向量，每种状态下得到
[image: image101.wmf]Nj

´

阶的特征值矩阵。

③用LE流形学习算法对特征值矩阵进行降维，设定好参数，通过特征压缩，得到一个全新的压缩特征集
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。
④每种状态取
[image: image103.wmf]n

个样本作为训练样本，通过KVPMCD训练，建立预测模型
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代表不同类别，
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代表不同的特征值。
⑤剩下的作为测试样本，用训练好的数学预测模型对测试样本进行分类，根据KVPMCD分类器的输出结果来确定滚动轴承的工作状态和故障类型。
3  实例分析

为了验证本文所提方法的适用效果，选用美国凯斯西储大学(Case Western Reserve University)电气工程实验室的实测滚动轴承振动加速度数据[12]，数据源于6205-2RS型深沟球轴承，采样频率为48KHz，转速为1772r/min，电机负载为0.746kw，损伤尺寸为0.018mm，故障深度为0.028mm。选取正常、内圈故障、外圈故障和滚动体故障四类状态下的振动信号各200组数据作为样本。内圈故障下的滚动轴承振动信号如图3所示。
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图3 内圈故障状态下滚动轴承振动信号时域波形

Fig.3 Vibration signal waveform of rolling bearing with the inner ring fault in time domain
首先对所采集的非平稳、非线性滚动轴承振动信号进行LCD分解，得到振动信号在时域和频域的局部化信息，每个信号可以分解得到若干ISC分量，选取包含主要状态信息的前三个ISC分量，然后提取每一个ISC分量的复杂度、峭度和模糊熵，因此一个信号可以提取9个特征。每种状态的样本信号提取9个特征参数，构成原始特征空间。采用LE方法对原始特征空间进行特征压缩，通过计算实验优化选择，取邻域参数
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，热核方程的参数
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，嵌入维数
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。为了说明采用LE方法进行特征压缩的可行性，同时将采用LE方法进行特征压缩的样本与采用PCA方法进行特征压缩(同样取嵌入维数
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和
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)的样本进行比较，其压缩后所得的样本分布图见图4和图5。从图4可以发现，相比于PCA方法，采用LE方法进行特征压缩后，虽然有个别混在一起，但总体来看四种状态的样本分得较开；PCA方法压缩得到的低维特征难以分类识别。对于图5中的二维压缩，情况较为图4类似，LE方法压缩的各种类型，可以明显的分开；而PCA压缩的特征，内圈故障和外圈故障混淆在一起，难以分辨。可见LE方法比PCA方法更能提取用于区分样本的敏感特征。
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正常内圈故障外圈故障滚动体故障
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      (a) PCA算法的三维分布图                             (b) LE算法的三维分布图
(a) Three-dimensional histogram of PCA algorithm          (b) Three-dimensional histogram of LE algorithm
图4两种算法压缩三维的分布图
Tab.4 three-dimensional manifold diagrams of two algorithm compressions
[image: image115.emf]-40 -20 0 20

-4

-2

0

2

4

6

8

10

第一维坐标

x

第二维坐标

y

 

 

正常内圈故障外圈故障滚动体故障

             [image: image116.emf]-0.02 0 0.02 0.04

-0.02

-0.01

0

0.01

0.02

0.03

第一维坐标

x

第二维坐标

y

 

 

正常内圈故障外圈故障滚动体故障


 (a) PCA算法的二维分布图                           (b) LE算法的二维分布图
(a) Two-dimensional histogram of PCA algorithm        (b) Two-dimensional histogram of LE algorithm

图5 两种算法压缩二维的分布图
Tab.5 two-dimensional manifold diagrams of two algorithm compressions
上述对几种降维方法的直观的进行了比较，验证了LE方法的可行性，下面进一步把LE流形学习算法和KVPMCD相结合应用于滚动轴承故障诊断识别，证明基于LE算法的KVPMCD更加有效。滚动轴承的四种状态各取200个样本进行实验，其中100组作为训练样本。首先设定LE 算法的参数，通过对训练样本的交叉验证，选出最优LE参数，其选择结果如图6所示。
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 (a) 故障诊断正确率随热核方程参数
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的变化        (b) 故障诊断正确率随领域参数
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 (a) The accuracy of fault diagnosis along with          (b) The accuracy of fault diagnosis along with

     the change of thermonuclear equation parameter 
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             the change of field parameter
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 (c) 故障诊断正确率随嵌入维数
[image: image124.wmf]d

的变化

(c) The accuracy of fault diagnosis along with the change of embedding dimensionality 
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图6故障诊断正确率随参数的变化
Tab.6 The accuracy of fault diagnosis along with the change of parameter
经过优化选择，设定邻域参数
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，接着用LE算法对特征集进行压缩，得到低维特征集。同样采用PCA方法（嵌入维数
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）对所构成的原始特征空间进行特征压缩。然后采用KVPMCD进行训练，通过优化选择，对于LE算法压缩后的数据，相关模型参数取
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，得到预测模型，预测模型包括回归模型和相关模型，通过实验，回归模型都是Two order polynomial模型，相关模型都是Spherical模型，接着对测试样本进行智能识别。本文引用K-fold cross-validation（简称K-CV）检验对两种方法进行验证，取全部的200组数据进行验证。其识别结果如表1所示。
表2 两种降维方法在10-CV检验法下的KVPMCD分类性能对比

Tab.2 The KVPMCD classification performance contrast between two kinds of dimension reduction methods
under the 10-fold cross-validation inspection method
	分类器

（降维方法）
	正常状态
	内圈故障
	外圈故障
	滚动体故障
	总识别率

	KVPMCD

（PCA）
	（198/200）

99%
	（174/200）

87%
	（150/200）

75%
	（197/200）

98.50%
	（719/800）

89.88%

	KVPMCD

（LE）
	（200/200）100%
	（199/200）99.50%
	（197/200）
98.50%
	（200/200）100%
	（796/800）

99.50%


从表2中可以看出，基于LE算法的KVPMCD准确识别率明显高于基于PCA算法的KVPMCD识别率。LE流形学习通过对高维数据进行学习，能够得到具有规律性的低维数组，从而满足KVPMCD模式识别方法的建模原理，使得把LE算法和KVPMCD相结合应用于滚动轴承故障诊断，取得了较好的分类效果。
综上所述，基于LE的特征压缩算法，把高维的故障样本压缩到低维空间，并且极大地保留了原信号的特征信息，另外，考虑到拾取的信号复杂性，原VPMCD建模不能充分反映特征值之间的真实信息，将Kriging函数应用于VPMCD得到KVPMCD，经过仿真数据的验证，KVPMCD确实比原VPMCD具有较好的效果，因此，实验证明，基于LE算法的KVPMCD是一种有效地滚动轴承故障诊断方法。
4  结论

针对数据维数较高时给分类器带来的麻烦，以及原VPMCD方法中模型的缺陷，本文将LE流形学习和KVPMCD相结合应用于滚动轴承的故障诊断中，经研究得出以下结论：

(1)对所提取的高维特征通过LE流形学习方法进行特征压缩，得到具有内在规律性的低维特征，且保留了信息的本质特征，有利于故障的诊断。

(2)将Kriging函数应用于VPMCD中得到KVPMCD，当特征集中数据之间的关系较为复杂时，原VPMCD中四种回归模型很难准确建立预测模型，而KVPMCD方法采用以回归模型为主，相关模型为辅，从而建立更加真实地预测模型。
(3)针对LE流形学习算法压缩高维数据后得到具有内在规律的低维数据，恰好满足KVPMCD 的建模原理，将两者结合起来，可以有效的提取特征和建立模型。
对仿真信号和滚动轴承各种状态振动信号的分析结果表明，证明了KVPMCD比原VPMCD方法具有更好地建模效果，以及将LE算法和KVPMCD相结合的滚动轴承故障诊断方法可以准确、有效地对滚动轴承的工作状态和故障类型进行分类，从而为滚动轴承的故障诊断提供了一种新的方法。
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The rolling bearings fault diagnosis method based on 

Manifold learning and improved VPMCD
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Abstract: a new method of rolling bearings fault diagnosis is proposed based on Laplacian Eigenmaps Manifold learning and improved Variable predictive model based class discriminate(VPMCD), firstly, the vibration signals are decomposed using Local characteristic scale decomposition (LCD),and extracting the feature of each Intrinsic scale component (ISC) to construct the high-dimensional eigenvectors; then using IE algorithm to dig low-dimensional eigenvectors that contain valid information and have intrinsic regularity in high dimensional data; finally, the low-dimensional eigenvectors are inputted Kriging-Variable predictive model based class discriminate(KVPMCD) classifier for pattern recognition. This method makes full use and effective combination of the advantages of LCD in the signal processing, LE in mining feature information, KVPMCD in pattern recognition, and realizes the entire diagnosis from rolling bearings fault feature extraction to fault identification. Experimental results show that the KVPMCD model based on the LE algorithm can effectively identify work status and fault type of rolling bearing.
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