
基于部分集成局部特征尺度分解与拉普拉斯分值的滚动轴承故障诊断模型(
程军圣，郑近德，杨宇，罗颂荣
(湖南大学汽车车身先进设计制造国家重点实验室，长沙，410082)

摘要：提出了一种基于部分集成局部特征尺度分解（Partly ensemble local characteristic-scale decomposition， PELCD），拉普拉斯分值（Laplacian score, LS）特征选择和基于变量预测模型模式分类（Variable predictive model based class discrimination，VPMCD）的滚动轴承故障诊断模型. PELCD是新提出的一种基于噪声辅助数据分析方法，克服了局部特征尺度分解的模态混淆问题，与传统的基于噪声辅助数据分析方法相比有一定的优越性，论文将其应用于滚动轴承振动信号的预处理. 之后提取振动信号PELCD分量的时域和频域统计特征及振动信号的时频联合域特征；同时为了降低特征向量维数，提高诊断效率，采用LS优化特征向量. 再将优化的特征向量输入到VPMCD分类器进行训练和测试. 滚动轴承实验数据分析结果表明该模型能够有效地诊断故障程度和故障类型. 
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引言
滚动轴承的故障诊断过程可分为三个步骤：信号采集、特征提取和状态识别[1]. 由于滚动轴承振动信号大部分是非线性、非平稳信号，因此其故障诊断的关键是如何从非线性、非平稳信号中提取故障特征信息[2]. 由HUANG等提出的经验模态分解（Empirical mode decomposition，EMD）[3-4]自适应地将一个非平稳信号分解为若干个瞬时频率具有物理意义的内禀模态函数（Intrinsic mode function，简称IMF）之和，能有效地提取信号的本质特征，在机械故障诊断领域得到了广泛的应用. 如，程军圣等提出了一种基于EMD的能量算子解调方法，并将其应用于滚动轴承故障诊断[5]；雷亚国等提出了一种基于EMD的滚动轴承混合智能故障诊断模型[6]等；由于EMD存在模态混淆问题，HUANG等提出了一种基于噪声辅助分析的总体平均EMD方法（Ensemble EMD，EEMD），基于此，周智等提出了一种基于EEMD和共振解调的滚动轴承自适应故障诊断方法[7]；雷亚国等在文献[8]中综述了近年来EMD和EEMD在机械故障诊断中的应用.

作为对EMD方法的改进，文献[9]提出了另一种自适应信号分解方法—局部特征尺度分解（Local characteristic-scale decomposition，LCD），LCD采用新的方法定义均值曲线，自适应地将一个非平稳信号分解为若干个内禀尺度分量（Intrinsic scale component，ISC）和一个趋势项之和，与EMD相比，LCD减小了拟合误差，提高了计算速度，且对模式混淆也有一定的抑制，LCD已经被应用于机械设备故障诊断[10]. 然而与EMD方法类似，LCD也存在模态混淆. 最近，笔者提出了一种抑制LCD模态混淆的方法[11]——部分集成局部特征尺度分解（Partly ensemble LCD，PELCD）. PELCD向待分解信号成对地添加符号相反的白噪声，对加噪信号依据频率高低逐层进行集成平均分解，在检测出引起模态混淆的高频间歇和噪声信号后，将其从原始信号中分离，再对得到的剩余信号进行完整LCD分解. PELCD方法不但能够在一定程度上抑制模态混淆，而且克服了集成平均方法的计算量大、分量未必满足ISC定义条件等缺陷，具有一定的优越性. 不足的是，PELCD参数的选择较具有主观性，论文对其进行了研究和改进，减小了参数的选择对分解结果的影响，并将改进后的PELCD方法应用于滚动轴承振动信号的预处理，将振动信号分解为若干个ISC分量之和， 再提取振动信号时频域特征——时频熵和前几个ISC分量的时域和频域统计特征以及复杂度等特征. 
提取上述滚动轴承故障特征信息之后，为了避免特征向量维数过高而引起信息冗余，降低诊断的效率，论文采用拉普拉斯分值（Laplacian Score，LS）[12, 13]对特征量按照重要程度进行排序，从中选择与故障关系最为密切的特征值作为特征向量表征故障特征，从而降低了特征向量的维数，提高了诊断的速度和效率.

同时，为了减少对人为经验的依赖，实现滚动轴承故障的自动诊断，需要选择合适的决策方法. 常用的模式识别方法，如人工神经网络（BP神经网络和RBF神经网络等）[14-15]，支持向量机（Support vector machine，SVM）等[16-17]已广泛应用于机械设备故障诊断.. 但是神经网络结构和类型的选择过分依赖于先验知识，分类精度受初始条件的影响；SVM需要事先选择核函数及其参数，且其本质上是二分类，对多分类问题则需要进行多次二分类. 最近，Raghuraj等人提出了一种基于变量预测模型的模式分类方法(VPMCD)[18-19]，VPMCD基于假设特征值之间存在内在关系建立数学模型，针对不同的类别获得不同的数学模型，采用数学模型对特征值进行预测，把预测结果作为分类的依据，进一步进行分类识别. VPMCD无需事先选择参数，避免了神经网络的迭代和SVM的寻优过程，减少了计算量，是一种有效的模式分类方法. 

基于上述分析，论文提出了一种基于PELCD、LS和VPMCD的滚动轴承故障诊断模型. 首先，采用PELCD对滚动轴承振动信号进行分解，得到若干个ISC分量；其次，选择前几个包含主要故障信息的ISC分量，并分别提取其时域和频域故障特征参数，再提取振动信号的时频域特征值，组成初始特征向量；第三，采用拉普拉斯分值对初始特征向量的各个特征值按照重要性进行排序，并依据分值由小到大的顺序选择前若干个较重要的特征值作为特征向量；最后，将特征向量输入VPMCD分类器实现滚动轴承故障类型和程度的自动诊断.实验数据分析结果验证了该模型的有效性. 

1. 部分集成局部特征尺度分解方法
1.1 算法过程
虽然与EMD相比，LCD减小了拟合误差，提高了计算速度，有一定的优越性. 但与EMD类似，LCD也存在模态混淆. 针对此，文献[11]提出了一种基于噪声辅助的部分集成局部特征尺度分解方法（PELCD），步骤如下：
1. 假设待分解信号为
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其中
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分别对
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进行一阶LCD分解，得到一系列{
[image: image12.wmf])

(

1

t

I

i

+

}和{
[image: image13.wmf])

(

1

t

I

i

-

}，通过对
[image: image14.wmf]Ne

2

次实验集成平均得到


[image: image15.wmf]å

=

-

+

+

=

Ne

i

i

i

t

I

t

I

Ne

t

I

1

1

1

1

)]

(

)

(

[

2

1

)

(

                         （2）

检测
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进行下一阶LCD分解，直至第
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不是高频间歇或噪声，将已分解的前p-1个分量从原始信号
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再对剩余信号
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进行完整LCD分解. 
其中，原文献中第（3）步高频间歇或噪声的检测方法为基于排列熵[20-21]的随机性检测，通过设置排列熵阈值（原文献设为0.6）来实现分解的自适应性；但是排列熵阈值的选择较具有主观性，且添加白噪声幅值和数目也依据主观选择，论文对PELCD方法进行了如下方式的改进.
向待分解信号
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固定为100(即添加白噪声对数为50).

对加噪信号执行完整LCD分解再集成平均，依据分解正交性指标（index of orthogonality，IO）[3]最小和得到的分量个数最少选择最优分解结果；

i =1，计算最优分解每一阶ISC分量
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进行完整LCD分解；

(II) 若
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(II) 若
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分别进行完整LCD分解，再依据分量正交性最小选择分解结果；以此类推.

PELCD由于成对地添加白噪声，减小了噪声残留，保证了分解的完备性；同时通过及时检测间歇或噪声等引起分解模态混淆的高频信号，避免了不必要的集成平均，不但能够抑制模态混淆，而且使得更多分量满足ISC判据条件.
1.2 仿真分析

为了说明PELCD的有效性，首先考虑如图1所示的仿真信号
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，x2是由两段频率为100Hz幅值为0.1的正弦信号构成的间歇信号.

首先分别采用LCD和PELCD对其进行分解，结果分别如图2和图3所示，图中Ci表示第i个ISC分量，ri表示剩余项. 由图2可以看出，LCD分解结果出现了严重的模态混淆，得到的ISC分量失去了物理意义. 而由图3，PELCD则能够有效和准确地将余弦信号从高频间歇中分离出来，C3对应真实分量x1. 为说明PELCD抑制模态混淆的能力，采用公认的抑制分解模态混淆效果较好的EEMD[9]对上述信号进行分解，分解结果如图4所示. 从图4中可以看出，虽然EEMD也能够将余弦信号从高频间歇信号中分离出来，但是分解出现了虚假分量C3和C5，其中C5和C4具有相同的频率. 因此比较而言，PELCD分解结果是最优的. 
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图1 仿真信号x及各成分的时域波形

Fig.1 Waveforms of simulation signal x and its components
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图2 仿真信号x的LCD分解结果

Fig.2 the results of simulation signal x decomposed by LCD 
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图3 仿真信号x的PELCD分解结果

Fig.3 the results of simulation signal x decomposed by PELCD 
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图4 仿真信号x的EEMD分解结果

Fig.4 the results of simulation signal x decomposed by EEMD 

调制与冲击是机械发生故障的两种典型形式[22]. 构造图5所示故障模拟信号，其中x1(t)为背景干扰噪声，x2(t)为故障高频冲击信号，x3(t)为表示恒定转速正弦信号，x4(t)为调制信号，x5(t)为趋势项，x(t)为前五者的混合信号. 采用PELCD对混合信号x(t)进行分解，结果如图6所示. 由图6可以看出，PELCD分解得到的分量I1(t)、I2(t)、I3(t)、I4(t)和趋势项R4(t)分别对应为x1(t)、x2(t)、x3(t)、x4(t)和趋势项x5(t)，除了第一个背景噪声分量外，其它分量与真实信号的相关性系数分别为0.9767、0.9939、0.9869和0.9987. 这说明PELCD能够从混合信号中精确地提取出冲击、转速和调制成分，因此，PELCD适合处理滚动轴承振动信号. 
[image: image48.emf]-0.1

0

0.1

x

1

(

t

)

-2

0

2

x

2

(

t

)

-2

0

2

x

3

(

t

)

-2

0

2

x

4

(

t

)

0

5

x

5

(

t

)

0 0.2 0.4 0.6 0.8 1

-10

0

10

时间

 t/s

x(t)


图5 故障模拟信号及各成分时域波形

Fig.5 Waveforms of fault simulating signal and its components
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图6 图5所示故障模拟信号PELCD分解结果

Fig.6 Decomposing results of fault simulating signal shown in figure 5 derived by PELCD

2 特征量的提取、选择与识别
2.1 特征量的提取
由于不同故障的振动信号的特征不同，并非分解得到的所有分量都对故障诊断有贡献，故障特征分量只集中在某一个或特定的几个分量，而其它的分量对故障的诊断贡献不大，将其作为特征参数势必会造成信息的冗余；不仅如此，由于滚动轴承振动信号特征的复杂性，基于单一时域或频域的特征提取方法有一定的局限性，需要同时提取振动信号的时域和频域特征. 雷亚国等在文献[22]中同时提取IMF分量的时域和频域特征：标准差，峭度，形状指标，冲击指标和频率标准差等，具有很好的诊断效果. 然而，提取特征因子过多，导致特征向量维数较高，影响故障诊断的速度和效率.

论文选择如下特征值，时域：峭度（KS），波形指标（SF），冲击指标（IF），模糊熵（FE），频域：重心频率（FG），频率标准差（FSTD），频率均方根（FRMS），时频域：时频熵（TFE）.

对上述特征值的物理意义作如下说明：

时域特征：峭度，波形指标，冲击指标和频域特征：重心频率，频率标准差，频率均方根等[22]是基于统计学特征的物理量，反映了振动信号时域和频域的幅值和能量以及波动情况的变化，当振动信号发生变化时，这些特征能够从时域和频域同时准确地监测到，因此，它们能够有效地表征故障数据的特征.
模糊熵[23]与样本熵类似，是一种衡量时间序列复杂性程度的参数，属于非线性科学和信息论的范畴. 序列越复杂，自相似性越低，熵值越大，序列越规则，自相似性越高，熵值越小.但与样本熵不同，模糊熵中的相似性度量函数采用模糊函数取代样本熵中的阶跃函数，使得熵值随参数的不同而变化较平缓. 模糊熵已经成功地应用于滚动轴承故障特征的提取，其详细定义参见文献[23-24]. 
当机械设备出现故障时，不仅振动信号的时域和频域特征会发生变化，而且时频联合分布和能量特征往往也会发生变化，不同故障类型振动信号在时频分布上的差异也不相同，主要表现为时频平面上不同的时频块的能量分布的差异，各时频块能量分布的均匀性则反映了机器运行状态的差别. 信息熵是概率分布均匀程度的度量，若将时频平面等分为
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个面积相等的时频块，每块内的能量为
[image: image51.wmf]i

E

(
[image: image52.wmf]N

i

,

,

2

,

1

L

=

)，整个时频平面的能量为
[image: image53.wmf]å

=

=

N

i

i

E

E

1

，对每块进行能量归一化，得
[image: image54.wmf]E

E

p

i

i

=

，于是有
[image: image55.wmf]1

1

=

å

=

N

i

i

p

，符合信息熵的初始归一化条件，依据信息熵的计算公式，时频熵可定义为：
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.详细定义参见文献[25].

综上论文提取振动信号分解分量具有物理意义的时域和频域统计特征和复杂度，以及振动信号的时频熵，从时域和频域以及时频联合域监测振动信号能量，幅值和复杂度的变化，较早和准确地从多个角度反映振动信号故障变化特征. 
2.2 基于拉普拉斯分值的特征选择
以上提取的故障特征，虽然能够从不同的角度来反映故障程度和类型，但是它们对于不同的故障具有不同的敏感程度，一部分特征与故障密切相关，另一部分则是无关或者冗余的特征；如果将上述提取的全部特征值作为特征值，则特征向量维数过高，造成信息的冗余和分类耗时；因此，在特征向量集输入分类器之前，如果能够将上述特征量，按照与故障密切相关程度从高到低进行排序，再采用与故障特征相关程度较高的特征量进行训练和测试，不但可以提高分类的性能、避免维数灾难，而且更能够提高故障诊断的速度和效率. 

拉普拉斯分值（Laplacian Score，LS）[12-13]是以拉普拉斯特征值映射和局部保持投影为基础，将复杂的高维特征空间转化为简单的低维特征空间的方法，其基本思想是通过局部保持能力来评估特征值.通过直接对特征集进行学习，提取数据内在的信息结构，在特征空间中选取分值较小的特征. LS可以极大地保留故障信号特征集合中内含的整体几何结构信息，从而更有利于故障判别与诊断. 
基于LS的特征选择步骤如下[12]：

令Lr为第r个特征值的拉普拉斯分值，fri为第i个样本的第r个特征值(i=1,2,…,m).
（1）用m个样本点构建一个近邻图G，第i个节点对应xi.如果xi与xj足够“近”，比如，xi是xj的k近邻节点或者xj是xi的k近邻节点（本文中k=5），则有边连接，否则没有边连接. 当节点的标号已知时，可以在同一标号的两节点之间连接一条边；

（2）如果节点i与节点j是连通的，则令
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其中t是一个合适的常数；否则，令Sij = 0.  

加权矩阵S称为图G的相似矩阵，用来衡量近邻样本点之间的相似性，描述了数据空间的固有局部几何结构. 
（3）对于第r个特征，定义

   
[image: image58.wmf]T

rm

r

r

r

f

f

f

f

]

,

,

,

[

2

1

L

=

，
[image: image59.wmf])

(

SI

diag

D

=

，
[image: image60.wmf]T

I

]

1

,

,

1

[

L

=

，
[image: image61.wmf]LDS

=-

         (5)
矩阵L称为图的拉普拉斯矩阵. 为了避免由于某些维度数据差异很大而主导近邻图的构造，对各个特征进行去均值化处理得到
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（4）计算第r个特征值的拉普拉斯分值Lr
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其中Var(fr)为第r个特征值的方差. 对于一个较好的特征值，Sij越大，
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越小，LS也越小，表明样本在该特征上的差异越小，即该特征的局部信息保持能力越强. 计算每一个特征值的得分，并对这些特征值得分从低到高进行排序，排在越前的特征越重要. 特征得分与特征重要性成反比，特征得分越低，该特征越具有特征选择的重要性. 拉普拉斯分值选取Lr值最小的前若干个特征值作为最优的特征选择结果[12-13]. LS在故障诊断领域的应用尚不多，论文采用LS选择与故障特征信息最相关的特征量. 
下一步需要采用合适的模式识别的方法对故障类型和故障程度进行分类，实现故障类别的自动诊断. 机械故障诊断中常用的模式识别方法如人工神经网络和支持向量机等，都有其自身无法克服的缺陷. 最近，Raghuraj等提出了一种基于变量预测模型的模式分类方法（VPMCD），VPMCD基于假设特征值之间存在内在关系建立数学模型，针对不同的类别获得不同的数学模型，采用数学模型对特征值进行预测，把预测结果作为分类的依据，进一步进行分类识别. VPMCD无需事先选择参数，避免了神经网络的迭代和SVM的寻优过程，减少了计算量，是一种有效的分类方法. VPMCD的详细介绍参见文献[18-19]. 
3 滚动轴承故障诊断模型
3.1 模型的提出
论文提出的滚动轴承故障诊断模型主要包含以下步骤：

采用PELCD对每一个滚动轴承振动信号进行分解，得到若干个ISC分量；

选择前三个ISC分量，提取它们的时域和频域特征值（如2.1部分定义），以及振动信号的时频熵，由此组成初始特征向量；即：提取前三个分量I1(t)、I2(t)和I3(t)的特征参数：KS，SF，IF，FE和FG，FSTD，FRMS，再提取振动信号的时频熵TFE. 于是可构建特征向量：T = [TFE, KS1, SF1, IF1, KS2, SF2, IF2, KS3, SF3, IF3, FE1, FE2, FE3, FG1, FSTD1, FRMS1, FG2, FSTD2, FRMS2, FG3, FSTD3, FRMS3]. T的维数为1×22，为方便，T的各对应特征值记为Ti, i = 1, 2, ……, 22；
计算由初始特征向量T组成的初始特征向量矩阵的LS得分，依据分值由低到高对特征量进行排序，选择分值较小的前若干个特征向量作为最优特征向量；
将最优特征向量输入VPMCD分类器进行训练和测试，实现滚动轴承故障诊断.  

3.2 实验数据分析
为了验证论文提出的滚动轴承故障诊断模型的有效性，采用滚动轴承实验数据对其进行验证. 实验数据来自美国凯撒西储大学滚动轴承数据中心，实验装置描述参见文献[26]. 实验数据说明如表1. 各类信号的时域波形如图7所示. 
表1 实验数据类别描述

Tab.1 Class description of experimental data 

	训练样本数目
	测试样本数目
	故障类型 
	故障程度
	故障大小
	类标记

	15
	10 
	正常 
	无
	0
	1

	15
	10 
	内圈故障 
	轻微
	0.1778 mm
	2

	15
	10 
	内圈故障 
	重度
	0.5334 mm
	3

	15
	10 
	外圈故障
	轻微
	0.1778 mm
	4

	15
	10 
	外圈故障
	重度
	0.5334 mm
	5

	15
	10 
	滚动体故障 
	轻微
	0.1778 mm
	6

	15
	10 
	滚动体故障 
	重度
	0.5334 mm
	7
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图7 正常和故障轴承振动信号的时域波形. 图形右端数字对应表1中类标

Fig.7 The time domain waveforms of normal and fault rolling bearing vibration signals; the number at the right end represents the class label. 
上述实验数据，故障类型分为外圈故障、内圈故障和滚动体故障，故障程度分为轻微故障和重度故障，加上正常，共七种类别，每一类取15个样本作为训练，取10个样本作为测试，共得到105个训练样本，70个测试样本. 
首先，采用PELCD分别对每一类的每一个振动信号进行分解，每一个振动信号分解得到若干个ISC分量；

其次，提取前三个分量I1(t)、I2(t)和I3(t)的上述特征参数和振动信号的时频熵，构建特征向量T，T=[Ti]1×22. 
第三，将105个训练样本的特征向量T组成初始特征向量矩阵C（维数为105×22）.计算矩阵C各特征向量的LS，将22个特征向量按照LS从小到大进行排序，选择分值较小的前五个特征值作为最优特征量（最优特征量个数用J表示）形成最优特征向量矩阵
[image: image66.wmf]C

ˆ

；

对于上述实验数据，LS由低到高的顺序为：
LS(T14)<LS(T16)<LS(T1)<LS(T3)<LS(T19)<LS(T11)<LS(T6)<LS(T17)<LS(T12)<LS(T22)<LS(T5)<LS(T20)<LS(T2)<LS(T7)<LS(T18)<LS(T13)<LS(T4)<LS(T9)<LS(T21)<LS(T8)<LS(T10)<LS(T15).

即前五个最优特征值依次为：第一个分量I1(t)的重心频率，第一个分量I1(t)均方根频率，原始信号的时频熵，第一个分量I1(t)的脉冲指标，第二个分量I2(t)的均方根频率. 这说明分解得到的第一个分量I1(t)包含了重要的故障信息，这与文献[10]的结果是一致的. 此外原始信号的时频熵也能很好地反映故障特征变化. 
第三，将最优特征向量矩阵
[image: image67.wmf]C

ˆ

（维数105×5）输入VPMCD分类器进行训练，得到各个类别的变量预测模型. 依据特征矩阵
[image: image68.wmf]C

ˆ

提取70个测试样本的五个最优特征值（为了下文比较，论文仍提取了每个振动信号的22个特征值），得到训练样本70×5的特征矩阵
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ˆ

，将
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ˆ

输入已训练的VPMCD分类器. 测试样本的VPMCD输出结果，训练用时及测试样本的识别率如表2所示. 由表2可以看出，论文提出的方法有很好的分类效果，不仅实现故障类别的区分，而且也实现了故障程度的不同区分，测试样本的故障识别率较高（100%）.  
显然特征向量的维数对诊断结果有重要的影响，如果特征向量的维数过小，即特征值个数较少，则无法完全反映和区分故障类型和故障程度，诊断效率不高；如果特征值个数较多会造成信息的冗余，训练耗时，降低诊断效率. 为了比较，论文选择经过LS排序后前J个特征值（J =3, 4, 5, 6, 7）作为特征向量输入VPMCD分类器，训练样本和测试样本个数不变，经过训练建立预测模型，测试样本的输出结果，训练耗时及测试样本的识别率如表2所示.  从表2中可以看出特征量个数对故障诊断结果的影响，特征量个数过多或过少都不宜，同时表2的结论也验证了论文提出的故障诊断模型中选择前五个特征量是可行且合理的. 
为了说明LS优化特征向量的必要性及优越性，论文选择未经过LS排序的前J个特征量（J =3, 4, 5）作为特征向量输入VPMCD分类器，训练样本和测试样本个数不变，经过训练建立预测模型，测试样本的输出结果，训练用时及测试样本的识别率如表3所示. 对比表2和表3易发现，由于特征向量未经过LS优化，对相同的VPMCD分类器，分别选择前四个和前五个特征值作为特征向量进行训练，测试样本的识别率明显要比经过LS优化后的特征向量作为输入特征向量的测试样本的识别率要低，这说明LS对特征值进行排序优化具有一定的优越性和必要性. 
此外，为了说明VPMCD分类器的优越性，采用常用的BP神经网络（BPNN）分类器做同样的过程，其中网络结构为隐含层20层，输出层7层，训练目标为0.001，最大训练次数为6000，其它参数为默认设置. 特征向量分别由LS优化后的前四个和前五个特征值组成，训练样本和测试样本个数不变，通过训练BP分类器，测试样本的输出结果，训练用时及测试样本的识别率如表4所示. 表4和表2对比易发现，对于相同的特征向量，BPNN的识别率要低于VPMCD，且耗时较多，这说明VPMCD要优于BPNN，是一种有效的分类方法. 
表2  优化特征向量不同时测试样本的VPMCD输出结果

Tab.2  VPMCD outputs of test data with different optimized features

	测试样本
	所属类别
	VPMCD（J=3）
	VPMCD（J=4）
	VPMCD（J=5）
	VPMCD（J=6）
	VPMCD（J=7）

	X1,1~ X1,10 
	1
	1(9),2(1)*  
	1(10)  
	1(10)  
	1(10)  
	1(10)  

	X2,1~ X2,10
	2
	2(10)
	2(10)
	2(10)
	2(10)
	2(10)

	X3,1~ X3,10
	3
	3(10) 
	3(10) 
	3(10) 
	3(10) 
	3(10) 

	X4,1~ X4,10 
	4
	4(10) 
	4(10) 
	4(10)  
	4(10) 
	4(10) 

	X5,1~ X5,10 
	5
	5(7),7(3)
	5(10)
	5(10)
	5(10)
	5(10)

	X6,1~ X6,10
	6
	6(10)
	6(10)
	6(10)
	 (9),7(1) 
	6(5),7(5) 

	X7,1~ X7,10 
	7
	7(10)
	7(10)
	7(10)
	7(10)
	7(10)

	训练耗时(s)
	
	0.0819
	 0.2245 
	0.6391 
	 1.7369   
	 4.5261 

	故障识别率
	
	94.29%    
	100%    
	100%    
	 98.57% 
	92.86%


        * 表示10个测试样本，9个输出为1类，1个错分为2类，其它意义同.

表3  特征量未LS优化时测试样本的VPMCD输出结果

Tab.3  VPMCD outputs of test data with different initial features           

	测试样本
	所属类别
	VPMCD（J=3）
	VPMCD（J=4）
	VPMCD（J=5）

	X1,1~ X1,10
	1
	1(10)  
	1(10)  
	1(10)  

	X2,1~ X2,10
	2
	2(10)
	2(10)
	2(10)

	X3,1~ X3,10
	3
	3(10) 
	3(10) 
	3(10) 

	X4,1~ X4,10 
	4
	4(10) 
	4(10) 
	4(10)  

	X5,1~ X5,10 
	5
	5(10)
	5(10)
	5(10)

	X6,1~ X6,10
	6
	6(10)
	6(9), 7(1)
	6(10)

	X7,1~ X7,10 
	7
	7(8),6(2)
	7(10)
	7(8),6(2)

	训练耗时(s)
	
	0.0819
	 0.2245 
	0.6391 

	故障识别率
	
	 97.14 %  
	98.57 %  
	97.14 %   


表4  LS优化的特征量训练的BP神经网络的测试样本输出结果

Tab.4  BPNN outputs of test data with different optimized features
	   测试样本
	所属类别
	BPNN（J=4）
	BPNN（J=5）

	X1,1~ X1,10 
	1
	1(10)  
	1(10)  

	X2,1~ X2,10
	2
	2(10)
	2(10)

	X3,1~ X3,10
	3
	3(10) 
	3(10) 

	X4,1~ X4,10 
	4
	4(10) 
	4(10) 

	X5,1~ X5,10 
	5
	5(10)
	5(10)

	X6,1~ X6,10
	6
	6(10)
	6(10)

	X7,1~ X7,10 
	7
	7(8),6(2)
	 7(8),6(2)

	训练耗时(s)
	
	 14.734
	20.437

	故障识别率
	
	 97.14 %  
	 97.14 %  


结  论
提出了一种基于PELCD、LS和VPMCD的滚动轴承故障诊断模型. 该模型具有以下优点：

PELCD克服了LCD分解的模态混淆问题，并对原PELCD方法中的参数进行了优化，使得PELCD分解对振动信号的分解结果更为精确，是一种有效的数据分析方法；

同时提取振动信号时域，频域和时频域的多个特征值，多角度反映故障特征；

针对提取特征值维数较多，容易造成信息冗余和维数灾难的问题，采用拉普拉斯分值特征选择降低特征向量维数，依据分值选择与故障关系最为密切的特征值，有效地降低了诊断时间，提高了诊断效率；

VPMCD通过对特征值间的内在关系进行预测，无需事先选择参数，自适应的选择最优预测模型实现模式的分类. 实验数据表明，与BP神经网络相比VPMCD在精确性和节约训练时间方面有一定的优越性. 
笔者下一步的研究重点是PELCD中参数的自适应确定，最优特征向量个数的选择以及VPM的优化. 
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Fault Diagnosis Model for Rolling Bearing Based on Partly Ensemble Local Characteristic-scale Decomposition and Laplacian Score 
CHENG Junsheng, ZHENG Jinde, YANG Yu, LUO Songrong
State key Laboratory of Advanced Design and Manufacture for Vehicle Body, 

Hunan University, Changsha, 410082

Abstract: A new rolling bearing fault diagnosis model is proposed based on partly ensemble local characteristic-scale decomposition (PELCD), Laplacian score (LS) for feature selection and variable predictive model-based class discrimination (VPMCD). PELCD overcame the mode mixing of LCD and excelled the traditional ensemble noise-assisted method. In this paper it is employed to deal with the rolling bearing vibration signal. Then the features in time and frequency domains of comments are extracted. Besides, LS is utilized for feature selection to decrease the dimension of feature vector and improve the efficiency of fault diagnosis. The selected features are inputted to the VPMCD-based classifier for training and testing. Finally, the proposed model for rolling bearing fault diagnosis is applied to experimental data and the analysis results indicate that the proposed method can identify fault categories and degree effectively.

Key words: partly ensemble local characteristic-scale decomposition (PELCD); VPMCD; Laplacian score; Rolling bearing; Fault diagnosis
国家自然科学基金（51175158, 51075131）、湖南省自然科学基金（11JJ2026）、湖南省研究生科研创新项目资助（CX2013B144）、湖南省机械设备健康维护重点实验室开放基金资助项目（201202）





1

_1234567905.unknown

_1234567921.unknown

_1234567929.unknown

_1234567937.unknown

_1234567941.unknown

_1234567945.unknown

_1234567947.unknown

_1234567949.unknown

_1234567951.unknown

_1234567952.unknown

_1234567950.unknown

_1234567948.unknown

_1234567946.unknown

_1234567943.unknown

_1234567944.unknown

_1234567942.unknown

_1234567939.unknown

_1234567940.unknown

_1234567938.unknown

_1234567933.unknown

_1234567935.unknown

_1234567936.unknown

_1234567934.unknown

_1234567931.unknown

_1234567932.unknown

_1234567930.unknown

_1234567925.unknown

_1234567927.unknown

_1234567928.unknown

_1234567926.unknown

_1234567923.unknown

_1234567924.unknown

_1234567922.unknown

_1234567913.unknown

_1234567917.unknown

_1234567919.unknown

_1234567920.unknown

_1234567918.unknown

_1234567915.unknown

_1234567916.unknown

_1234567914.unknown

_1234567909.unknown

_1234567911.unknown

_1234567912.unknown

_1234567910.unknown

_1234567907.unknown

_1234567908.unknown

_1234567906.unknown

_1234567897.unknown

_1234567901.unknown

_1234567903.unknown

_1234567904.unknown

_1234567902.unknown

_1234567899.unknown

_1234567900.unknown

_1234567898.unknown

_1234567893.unknown

_1234567895.unknown

_1234567896.unknown

_1234567894.unknown

_1234567891.unknown

_1234567892.unknown

_1234567890.unknown

