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基于改进残差网络的风电轴承故障迁移诊断方法
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摘要 : 针对风电轴承故障源域数据和目标域数据特征分布不同而导致的故障诊断精度偏低问题，提出一种利用改

进残差神经网络进行风电轴承故障迁移诊断的方法。该方法将卷积核和池化核设定为与一维振动信号卷积运算相

适应的尺寸，从振动信号直接提取轴承的故障特征；在一维残差网络中同时使用批量归一化和实例归一化，进一步

增强模型的特征提取能力；在模型训练阶段，通过源域数据和目标域数据的多核最大均值差异构建新的损失函数，

以提高模型在不同分布数据集上的迁移学习及分类能力。利用故障轴承实验数据对方法的有效性进行验证，结果

显示，即使受到轴承变转速运行工况和故障振动信号含噪声干扰成分的双重影响，该方法仍然可提取出轴承故障的

重要特征，并实现不同工况轴承故障的迁移诊断和准确分类，这对于发展复杂环境下的旋转机械智能故障诊断技术

具有参考价值。
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引  言

轴承是风电机组传动系统的关键部件，承受着

风机转动部件的重量，并支承这些部件进行旋转将

风能转化为电能，其健康状况对风电机组的性能、稳

定性和使用寿命会产生巨大影响［1⁃3］。因此，对风电

轴承故障进行监测与诊断，是保障风电机组安全高

效运行的重要措施。轴承振动信号中包含着轴承故

障信息，通过对其进行分析处理可识别轴承的健康

状况。然而随着风电设备的监测数据量与日俱增，

传统故障诊断方法已无法适应大数据故障诊断分析

的发展需求［4］。

近年来，基于大数据深度学习的模式识别方法

在机械故障诊断领域快速发展［5］。其中，卷积神经

网络（Convolutional Neural Network， CNN）具有局

部计算、权值共享和端对端等特点，表现出优异的故

障诊断性能［6⁃7］。但是，这些方法有效的前提是基于

两个基本假设［8］：1）有大量的标记数据可用；2）训练

集和测试集独立且服从同一分布。然而，在工程现

场，风电机组运行环境复杂，存在多种引起风电机组

运行状态发生变化的因素，使得风电轴承出现故障

时采集到的振动信号往往具有明显的非平稳特

性［9］。在这种状况下，从部分振动信号提取的故障

特征值将发生偏离，导致故障训练样本和测试样本

的分布特性存在一定差异［10⁃11］，从而影响深度学习

模型在测试集上的泛化性能，致使故障诊断结果的

准确性较低，难以满足轴承故障监测的实际需求。

针对上述问题，Guo 等［12］利用重采样技术和自

适应随机共振滤波技术，实现强噪声干扰下风力发

电机轴承故障的高效自动诊断。董绍江等［13］联合奇

异值分解和经验模态分解对故障信号进行处理，并

在 CNN 池化层引入注意力机制增强模型的特征提

取能力，实现了强噪声环境下轴承故障的准确诊断。

Ren 等［14］将变分模态分解、多尺度排列熵和特征迁

移学习方法相结合，对变工况下的风机齿轮箱轴承

故障具有较高的分类准确率。Zhu 等［15］提出了一种

迁移学习的 CNN 模型，将服从不同分布的两组数据

的多核最大均值差异作为训练 CNN 的约束条件，可

有 效 识 别 不 同 负 载 下 轴 承 的 故 障 类 别 。 Zhang
等［16⁃17］针对风电机组轴承、齿轮的故障信号和诊断

模型的特点，采用数模联动策略进行数据形式的变

换与模型结构的改进，建立了可靠有效的风电轴承、

齿轮的故障迁移诊断方法。Liang 等［18］提出基于子

域自适应深度可变形残差网络的无监督风机轴承故

障诊断方法，实现了变转速轴承故障的有效诊断。
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虽然上述方法针对噪声或负载变化工况下的轴承复

杂故障诊断有一定效果，但模型的特征提取能力和

迁移学习能力还有进一步提升的空间。

综上所述，本文提出一种利用残差神经网络的

风电轴承故障迁移诊断方法。通过对残差网络的卷

积运算进行一维化处理并加入批量归一化和实例归

一化，以增强残差网络的特征提取能力；在模型训练

阶段，利用不同分布特性的数据建立基于多核最大

均值差异的新损失函数，用于提高模型在不同分布

数据集上的迁移学习及数据分类能力。在此基础

上，利用滚动轴承故障实验数据对该方法的性能进

行验证和对比分析，证实其对风电轴承复杂故障进

行迁移诊断的有效性。

1　理论基础

1. 1　残差网络

为解决深度神经网络在训练过程中出现的梯度

消失和梯度爆炸问题，He 等［19］提出了残差神经网络

（Residual Network， ResNet）。ResNet 本质上是由

多个残差块堆叠而成的，残差块在普通 CNN 的基础

上使用跳跃连接，达到使网络学习残差的目的。残

差块结构如图 1 所示，图 1（a）和（b）分别表示输入与

残差映射输出特征维度相同和不同时的残差块。

由图 1 可见，残差块输出 y 为输入 x 和残差映射

输出 F（x）的叠加值，其中 F（x）是对 x 进行卷积和激

活运算所得，其具体计算过程如下式所示：

xl = ∑
i = 1

c

w∗x + b （1）

式中  x 表示残差块的输入；c 表示通道数量；w表

示卷积核的权重矩阵；b 表示偏置项；*表示进行卷

积运算；xl表示卷积运算的结果。

yl = f ( xl )= max { 0，xl } （2）
式中  xl为式（1）卷积运算得到的输出特征图；yl为

xl经过 ReLU 激活处理后的输出值。

需要注意的是，当输入 x 和残差映射输出 F（x）

的通道数量不同时，则需要在图 1（a）的跳跃连接的

基础上，通过使用 1×1 卷积运算保证它们的特征维

度相同，如图 1（b）所示。

1. 2　批量归一化和实例归一化

批量归一化（Batch Normalization， BN）操作类

似于一种标准化操作，在 CNN 中添加 BN 层的目的

是减少内部协变量转移，从而提高网络性能。其计

算过程为：
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式中  μB 表示样本均值；σ 2
B 表示样本方差；N 表示样

本批尺寸；x̂ i 表示卷积核的原始输出特征图 xi经标

准化处理后的数据；yi 表示 x̂ i 的批量归一化处理结

果；ε表示常值向量；γ 和 β 分别表示尺度因子和移动

因子的两个可学习参数。

实例归一化（Instance Normalization， IN）的运

算过程与 BN 相似，不同之处在于：BN 是通过计算

每批次样本的均值 μB 和方差 σ 2
B 实现归一化，而 IN

则是通过计算每个通道的均值 μI和方差 σ 2
I 实现归一

化；对于一维信号而言，则是通过计算单个样本信号

所有数据点的均值 μI和方差 σ 2
I 进行实例归一化，因

此 IN 的结果不受批尺寸的影响。

1. 3　多核最大均值差异

在机器学习方法中，度量准则必不可少。最大

均值差异（Maximum Mean Discrepancy，MMD）［20］

是迁移学习方法尤其是域适应中常用的度量准则之

一，其主要用来度量两组不同但相关数据在再生核

希尔伯特空间（Reproducing Kernel Hilbert Space， 
RKHS）中的分布距离，是一种核学习方法。假设存

在两组服从不同分布的数据 X=｛x1， x2， …， xn｝和

Y=｛y1， y2， …， ym｝，则 X 和 Y 的 MMD 计算式为：

MMD ( X，Y )=

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

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n ∑
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n

φ ( xi )- 1
m ∑

j = 1

m

φ ( yj )
2

H

（4）

式中  ||· ||H 表示 RKHS 中的分布距离；φ（·）为映射

函数，用于把原变量映射到 RKHS。

将式（4）的平方展开后，RKHS 中的内积就可以

转换为核函数，即

图 1 残差块结构

Fig. 1 Structure of residual block
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式中  n 为源域样本的数量；m 为目标域样本的数

量；k（·，·）为核函数。

高斯核函数可以将原始特征映射到无穷维的高

维特征空间［20］，因此，本研究使用高斯核函数计算

MMD，即式（5）中的核函数为：

k ( u，v )= e
-
 u - v

2

2h2 （6）
式中  h 为核参数，可控制函数的径向作用范围。

由式（6）可知，核参数 h越大，高斯核函数的值就

越分散，其函数图像就会越平坦，两个样本之间的欧

式距离对高斯核函数的值影响较小，使得分类模型

的学习能力有限，数据的分类训练准确率较低；反

之，函数值就越集中，函数图像就会越尖锐，高斯核

函数对两点之间的欧式距离就会很敏感，使分类模

型对源域数据过分拟合，而对目标域数据的预测效

果较差。显而易见，参数 h 的选择很关键，会对

MMD 的计算结果产生一定影响。为解决该问题，

Gretton 等提出多核最大均值差异（Multiple Kernel 
MMD，MK⁃MMD）［21］，其在计算 MMD 时，通过同时

使用多个核函数来避免核参数选择不当所带来的计

算误差。因此，MK⁃MMD 将传统核参数的选择问题

转换为多个核函数的凸优化问题［21］，如下式所示：

K ≜ì
í
î

k = ∑
i = 1

Nk

βu ku； ∑
i = 1

Nk

βu = 1，βu ≥ 0， ∀u
ü
ý
þ

（7）

式中  K 表示 Nk 个高斯核函数集的凸组合；ku 表示

第 u 个核；｛βu｝表示不同核函数的权重参数集。

2　风电轴承故障迁移诊断方法

2. 1　改进的一维残差网络模型

He 等［19］提出残差网络的初衷是用于解决复杂

图像的识别问题，因此其卷积核及其卷积运算都是

针对二维图像设计和计算的。为使残差网络适合处

理轴承一维振动信号，需对其进行改进，具体改进措

施如下：

1） 采集的轴承一维振动信号为一维时间序列，

为适应其结构特性，所构建的残差网络模型的各层

卷积核和池化核均适用于一维信号的一维卷积

运算。

2） 模型的第一层采用大尺寸卷积核，目的是为

了增大感受野，一次获取更多的数据点并为网络后

续层提供有用信息。同时，对于含噪振动信号而言，

大卷积核可以更好地抑制高频噪声［22］。

3） 为了增强模型的特征提取能力，在图 1 所示

的残差块中同时使用 BN 和 IN 两种归一化方法，具

体操作如图 2 所示。

从图 2 中可见，改进残差块是在图 1 所示残差块

的基础上先对残差映射部分的第一个卷积层输出依

次进行 BN 和激活操作；然后，对第二个卷积层的输

出进行 BN 操作；最后，对残差块的输出 y 依次进行

IN 和激活操作。此外，需注意的是，当残差块的输

入 x 和残差映射的输出 F（x）具有相同特征维度时，

使用图 2（a）所示的残差块，反之使用图 2（b）所示的

残差块。综上所述，最终所构建的一维残差神经网

络模型结构如图 3 所示。

从图 3 中可见，改进后的一维残差神经网络模

型主要由 1 个卷积层、3 个残差块以及 1 个全局平

均池化层构成。其中，前 2 个残差块为图 2 所示改

进后的完整残差块，而第 3 个残差块仅有 BN 层无

IN 层。

图 2 改进后的残差块

Fig. 2 Improved residual block

图 3 一维残差神经网络模型结构

Fig. 3 Structure of one-dimensional residual neural network 
model
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2. 2　模型的训练方法

在构建好一维残差神经网络模型后，还需要对

其进行训练才可用于实际一维信号的模式分类。首

先以原始一维振动信号作为输入，前向传播并逐层

完成信号特征的自动提取；然后利用全局平均池化

操作对所提取的特征进行全局空间整合，并通过

Softmax 函数进行分类；最后以交叉熵度量 Softmax
函数的输出概率分布和信号类别概率分布间的差

异，并将其作为损失函数。交叉熵的计算公式为：

lc = -∑
x

p ( x ) ln q ( x ) （8）

式中  p（x）表示样本 x 的分类的真实概率；q（x）表

示观测到的样本 x 实际分类结果的概率。

为增强模型在不同分布特性数据集上的迁移学

习和推广泛化能力，将数据集的 MK⁃MMD 引入到

交叉熵损失函数上，即

l = lc + λ  1 M K1 ( Ds， Dt )+ λ  2 M K2 ( Ds， Dt ) （9）
式中  l 表示训练一维残差网络模型的损失函数；

lc 表示交叉熵损失函数；Ds 和 Dt 分别表示存在分布

差 异 的 源 域 和 目 标 域 故 障 数 据 ；MK1（Ds， Dt）和

MK2（Ds， Dt）分别表示 Ds 和 Dt 在图 3 所示一维残差

网络模型的第 3 个残差块和全局平均池化层的多核

最大均值差异；λ1 和 λ2 分别为用于控制 MK1（Ds， Dt）

和 MK2（Ds， Dt）的权重。

为提高模型的分类性能，本研究通过联合使用

5 个高斯核函数计算 Ds和 Dt的 MK⁃MMD 值，其中 5
个 高 斯 核 函 数 的 核 参 数 h 分 别 设 置 为 1，2，4，8
和 16［23］。

完成损失函数的计算后，再通过反向传播分别

计算损失函数关于模型各层权值和偏置的导数，最

后使用优化算法更新模型的权值和偏置。迭代循环

上述过程，直到损失函数值达到最小。综上，改进的

一维残差神经网络模型的训练过程如图 4 所示。

从图 4 中可见，结合轴承复杂故障信号训练一

维残差网络的过程为：将服从不同分布的源域数据

Ds和目标域数据 Dt共同输入模型进行前向传播；然

后，分别计算 MK1（Ds， Dt）和 MK2（Ds， Dt）的值，通过

式（9）计算模型的损失函数 l 的值，并将其进行反向

传播，以更新模型参数使损失函数 l 达到最小，从而

完成模型训练；最后，分别输出源域和目标域数据的

分类结果。

2. 3　风电轴承故障迁移诊断流程

针对风电轴承故障振动特征分布不同的特点，

基于改进的一维残差神经网络模型及其训练过程，

设计复杂工况下的风电轴承故障迁移诊断方法，该

方法主要分为三个环节：1） 数据集准备；2） 模型训

练；3） 模型测试。其具体实施步骤如下：

步骤 1 将采集到的轴承故障振动信号分为源

域和目标域，并对源域数据进行故障状态标记，目标

域数据不标记；其中，目标域数据进一步划分为训练

数据子集和测试数据子集，将训练数据子集与源域

数据合并构成完整的训练数据集。

步骤 2 建立适应轴承故障振动信号的改进一

维残差神经网络，并对网络参数进行初始化。

步骤 3 将训练数据集输入网络模型，并逐层

进行前向传播，获得不同层上输出的故障特征。

步骤 4 利用一维残差神经网络第 3 个残差块

和平均池化层的输出特征图计算相应的 MK⁃MMD

图 4 模型的训练过程

Fig. 4 Training process of the model
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值以及输出层的交叉熵，进而得到模型的损失函数

值，并将该值进行反向传播，以更新模型每层的权重

和偏置，使模型的下一轮次训练损失值减小。

步骤 5 若满足训练终止条件，训练过程结束；

若不满足，则返回步骤 3 继续循环迭代。

步骤 6 将轴承信号的测试数据子集输入训练

好的网络模型，对其进行故障分类与识别，实现复杂

工况下的风电轴承故障迁移诊断。

与上述步骤对应的流程如图 5 所示。

3　方法的实验验证

3. 1　公开的实验数据简介

实验数据选用美国凯斯西储大学轴承数据中心

的滚动轴承故障数据集［5］。轴承型号为 SKF6205 深

沟球轴承，其运行状态包括正常（N）、内圈故障

（IF）、外圈故障（OF）和滚动体故障（BF）共 4 种类

型，且每类故障都包含了 0.1778，0.3556 和 0.5334 
mm 三种故障直径，因此每一转速下可形成 10 种运

行状态。

本研究选用驱动端轴承数据，因原始数据样本

有限，采用重叠采样［22］的方式处理原始数据，使每个

样本数据点为 2048。由于具有 4 种转速，按不同转

速将原始数据划分为 4 个数据集，具体信息如表 1
所示。

3. 2　模型参数

残差神经网络模型用于具体的分类任务时，选

择恰当的参数可有效发挥模型的性能。因此，通过

预训练方式，得到第 2 节所建立一维残差神经网络

模型的参数，具体参数如表 2 所示。

3. 3　实验结果对比及分析

为 说 明 本 文 方 法 的 优 势 ，将 其 与 ResNet 和

DAN［24］方法进行对比分析，其中 ResNet 与本研究

构建的网络模型相比，其前两个残差块只使用 BN
操作。 3 种方法对轴承故障的分类准确率如图 6
所示。

图 6（a）， （b）， （c）和（d）分别表示在测试数据中

加入信噪比为−4， −2， 2 和 4 dB 高斯白噪声后的

故障诊断结果。从图 6 中可见，在同时受到噪声污

染和轴承转速变化影响的情况下，ResNet 的故障识

别准确率最低；DAN 的故障识别率略高于 ResNet，
因为 DAN 方法同时进行故障特征提取和减小源域

与目标域数据分布差异操作，但该方法却未能消除

图 5 轴承故障迁移诊断流程图

Fig. 5 Flowchart of the bearing fault transfer diagnosis

表 1 实验数据集

Tab. 1 Experiment datasets

数据集

A
B
C
D

训练样本数

10×800
10×800
10×800
10×800

测试样本数

10×200
10×200
10×200
10×200

转速/(r·min−1)
1797
1772
1750
1730

表 2 模型参数

Tab. 2 Parameters of the model

网络层

输入层

卷积层

残差块 1

残差块 2

残差块 3

池化层

输出层

具体参数

-
16×64×8
16×1×1
32×3×1
32×1×1
64×3×1
64×1×1

128×3×1
-
10

输出维度

2048×1
256×16

256×32

256×64

256×128

128×1
10×1

其他参数

批尺寸：16

优化器：Adadelta
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噪声干扰所带来的影响。相比之下，本文方法在同

时受到噪声和转速变化影响下可以达到很高的故障

识别率，当信噪比为− 4 dB 时，平均准确率相较于

ResNet 和 DAN 方法分别高出了 26.7% 和 16.4%；

信噪比为 4 dB 时其平均准确率高达 99.2%。由此

说明，本研究方法可实现复杂工况下的轴承故障迁

移诊断，并具有较高的准确率。

3. 4　轴承故障实例分析

为进一步验证本研究方法的实用性，将该方法

用于图 7 所示的 HZXT⁃DS⁃001 型双跨转子轴承系

统综合故障模拟实验台的轴承故障识别。

实验台的轴承型号为 NSK6038 深沟球轴承，在

轴承上设置的故障形式如图 8 所示。

轴承设置了 4 种转速，信号采样频率为 8 kHz。
为使用与 3.2 节表 2 中相同的模型参数，使每个样本

的采样点数为 2048。同样，按轴承转速不同，本实

验共准备了 4 个数据集，其具体信息如表 3 所示。

本实验中轴承故障不区分严重程度，故只有 5种

运行状态，即每个数据集均包含 5 种状态，因此需将

模型输出向量长度设置为 5。仍然与 ResNet和 DAN
方法进行诊断性能的对比分析，结果如图 9所示。

从图 9 中可见，在原始故障数据中加入不同信

噪比的高斯白噪声的情况下，ResNet 和 DAN 方法

的准确率明显低于本研究方法的准确率，且信噪比

越低，其他两种方法的故障诊断准确率与本研究方

法的故障诊断准确率的差距越大；对于任何一种信

噪 比 ，本 研 究 方 法 的 故 障 识 别 准 确 率 都 超 过 了

90%。由此说明，在轴承故障信号受到严重噪声污

染的情况下，本研究方法仍可有效解决变转速下的

轴承故障诊断问题，其故障识别准确率明显高于其

图 6 3 种方法的故障诊断准确率

Fig. 6 Fault diagnosis accuracies of the three different 
methods

图 7 HZXT-DS-001 型实验台

Fig. 7 HZXT-DS-001 experiment rig

图  8 轴承故障的 4 种形式

Fig. 8 Four different fault forms of the bearing

表 3 实验数据集

Tab. 3 Experiment datasets

数据集

A
B
C
D

训练样本数

5×600
5×600
5×600
5×600

测试样本数

5×200
5×200
5×200
5×200

转速/(r·min−1)
2600
2800
3000
3200
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他两种方法，表现出了较好的故障迁移诊断能力和

抗噪性能。因此，本研究方法在复杂工况下轴承故

障诊断应用中的有效性和广泛适用性得到证实。

4　结  论

风电轴承故障诊断技术可为风电装备的安全运

行提供保障。针对风电轴承故障数据不同分布特性

而导致的故障诊断精度偏低问题，提出一种利用改

进残差神经网络的风电轴承故障迁移诊断方法。通

过处理轴承故障实验数据以及与其他典型故障诊断

方法的比较分析，对该方法的性能进行了验证。获

得的主要结论如下：

（1） 本研究提出的一维残差神经网络模型由于

对卷积运算进行了一维化处理，可直接将轴承故障

原始一维振动信号作为网络的输入数据，无需对一

维振动信号进行人工特征提取；通过在模型的前两

层残差块中同时使用批量归一化和实例归一化，能

够有效降低噪声对模型性能的影响；利用源域特征

和目标域特征之间的最大均值差异建立模型的损失

函数，可提高模型在目标域数据上的分类性能。

（2） 与其他两种故障诊断方法进行实验和对比

分析，结果表明在噪声污染和轴承转速变化同时存

在的情况下，本研究方法依然可以有效实现滚动轴

承 复 杂 故 障 的 迁 移 诊 断 ，其 故 障 诊 断 准 确 率 较

ResNet 和 DAN 方法更高，且准确率达到了 90% 以

上，说明本研究方法不仅可以实现复杂工况下轴承

故障的迁移诊断，而且具有较好的抗噪性能。

（3） 在实验验证阶段，本研究考虑的情况是轴

承在不同转速之间的故障迁移诊断任务，且所建模

型在固定参数下表现出良好的故障迁移诊断能力，

而对于模型在不同参数下的诊断效果并未考虑。下

一步将尝试对不同参数下模型的鲁棒性进行研究，

揭示模型参数对模型识别结果的影响机制，并建立

适合于处理风电轴承振动信号的一维深度卷积网络

模型，发展复杂工况下风电装备的智能故障诊断方

法与技术。
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A fault transfer diagnosis method for wind turbine bearings based on 
improved residual neural networks

DENG Lin-feng， WANG Qi， ZHENG Yu-qiao
（School of Mechanical and Electrical Engineering， Lanzhou University of Technology， Lanzhou 730050， China）

Abstract: To address the low accuracy in diagnosing faults in wind turbine bearings caused by the different characteristic distribu⁃
tion of the source domain data and the target domain data， a fault transfer diagnosis method using improved residual neural net⁃
works is proposed. The convolution kernel and pooling kernel are set to a size suitable for the convolution operation of one-dimen⁃
sional signals， allowing for direct extraction of fault features from the bearing vibration signals； Both batch normalization and case 
normalization are used in the one-dimensional residual network to further enhance the feature extraction ability of the model； In the 
model training stage， a new loss function is constructed based on the multiple kernel maximum mean discrepancy between the 
source domain data and the target domain data to improve the transfer learning and classification ability of the model. The effective⁃
ness of the method is verified by conducting the experimental data of the faulty bearings. The results show that the proposed meth⁃
od can effectively extract the important features of bearing faults and achieve the transfer diagnosis and accurate classification of the 
bearing faults. This holds true even under varying speed operation conditions and when the bearing fault vibration signals are dis⁃
turbed by some noise components. Therefore， this work provides a useful strategy in developing intelligent fault diagnosis technolo⁃
gy of rotating machinery under complex working conditions.

Key words: fault diagnosis；wind turbine bearing；vibration signal；convolutional neural network；residual neural network
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