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基于深度张量投影网络的机械故障诊断方法研究
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摘要: 针对现有的、基于深度卷积神经网络的故障诊断方法利用池化层对高阶输入张量降维时容易破坏张量数据，

造成数据信息丢失，以及网络结构相对复杂的不足，构造了一种深度张量投影网络。该网络利用张量投影层代替传

统卷积神经网络中的池化层，在对输入的高阶张量数据进行降维时，不会对张量数据造成破坏，避免了特征信息的

丢失，提高了模型对故障的识别准确率；并且张量投影层是一种维度可变的降维层，可以简化网络结构。在此基础

上，结合高阶谱和深度张量投影网络各自的优点，提出了基于深度张量投影网络的机械故障诊断方法。在提出的方

法中，利用高阶谱提取故障信号特征，将得到的高阶张量谱图输入到构建的深度张量投影网络模型中进行高阶张量

降维和识别。提出的方法成功应用到齿轮箱故障诊断中。实验结果表明，所提方法能够更好地保留原始故障信息，

有效识别不同类型的故障，准确率优于传统深度卷积神经网络故障诊断方法。
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引  言

深度卷积神经网络作为深度学习的经典算法之

一，被广泛应用于各个领域中。深度卷积神经网络

是由提取特征的卷积层和处理特征的池化层交叠构

成的多层神经网络。其中，池化层作为卷积神经网

络中最重要的组成部分，具有降低数据维度、扩大网

络视野和增加网络非线性能力等特点［1］，池化方式

有最大池化和平均池化两种方式。基于深度卷积神

经网络的优势，学者们将深度卷积神经网络广泛应

用在机械故障诊断中，通过对振动信号的时域、频域

或者时、频域进行预处理，将处理后的信号作为深度

卷积神经网络的输入，从而实现了对机械关键部件

的故障诊断。例如，唐波等［2］利用短时傅里叶变换

得到滚动轴承振动时间序列的二维时频谱，然后通

过卷积神经网络自适应提取时频谱中不同故障的特

征，从而实现了故障诊断。Wang 等［3］提出了一种基

于深度卷积神经网络的综合状态监测框架，提高了

深度卷积神经网络模型的分类精度和计算效率。

Xin 等［4］提出了一种将时域、频域和时频数据组织为

混合多对象的方法，并通过深度卷积神经网络诊断

故障，该方法弥补了单一类型数据无法揭示振动信

号中丰富的幅度和频率信息的不足。卞景艺等［5］针

对机电装备故障诊断需要大量专家经验、故障特征

识别困难的问题，在一维深度卷积神经网络基础上

进行了改进，构建了多尺度一维深度卷积神经网络，

提出了基于该网络的故障诊断方法。李长文等［6］针

对传统的采煤机摇臂齿轮故障诊断方法不能自主提

取特征，导致齿轮故障诊断精度和效率不佳等问题，

构建了基于深度残差网络的采煤机摇臂齿轮故障诊

断模型。牛乃平等［7］构建的作用于时域振动信号的

一维卷积神经网络故障诊断模型实现了对采煤机摇

臂齿轮的故障诊断。胡茑庆等［8］利用经验模态分解

提取振动信号特征，再利用深度卷积神经网络进行

特征融合，实现了对行星轮齿轮箱的故障诊断。Liu
等［9］通过小波包分解将齿轮振动信号转换为二维时

频表示，并将其输入到深度卷积神经网络模型中进

行故障分类。Cheng 等［10］针对不同测量位置的损伤

敏感程度或损伤数据完整度的问题，提出了一种基

于振动信号的深度卷积神经网络方法，并应用于早

期故障检测中。Heydarzadeh 等［11］提出了一种深度

卷积神经网络齿轮故障诊断模型，并将离散小波变

换得到的初始特征作为该网络模型的输入。Wu
等［12］提出了以一维卷积神经网络模型对定轴齿轮箱

和行星齿轮箱进行故障诊断的方法，其准确率高于

传统的故障诊断方法。Xin 等［13］提出了一种基于时
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频表示和深度卷积神经网络的可靠、有效的旋转机

械故障诊断方法。Wang 等［14］结合改进的变分模态

和深度卷积神经网络，并将其应用到轴承故障诊断

中。Li等［15］针对 CNN 架构的可解释性问题，提出了

一种新颖的小波驱动深度神经网络方法，该方法利

用连续小波卷积层替代标准 CNN 的第一个卷积层。

Zhou 等［16］提出了一种部分可解释的 CNN 模型，用

于燃气轮机的故障诊断，通过优化输入测量参数序

列来提高典型 CNN 的性能。Grezmak 等［17］在逐层

相关传播的基础上开发了一种可解释的深度卷积神

经网络方法，并将此方法用于齿轮箱的故障诊断。

然而，上述基于深度卷积神经网络的故障诊断方法

在结构上都是采用了“卷积‑池化”交替堆叠的方式

来构建故障诊断模型，并且池化层在将数据维度减

小时，容易破坏张量数据，造成特征信息的丢失，导

致模型泛化能力差。因此，有必要寻找新的深度学

习模型来弥补现有深度卷积神经网络中存在的

不足。

基于此，本文利用张量投影层（TensorProjec‑
tion Layer， TPL）［18］代替传统卷积神经网络的池化

层，提出了一种基于深度张量投影网络（Deep Ten‑
sorProject Networks， DTPN）的故障诊断模型，它

在对张量数据降维时，不会造成故障特征信息的丢

失，而且拥有较高的准确率。张量投影层是维度可

变的降维层，可以简化网络结构。将所提方法应用

到故障诊断中，并与传统的卷积神经网络故障诊断

方法进行对比，通过实验进一步验证了所提模型的

有效性。

1　深度张量投影网络模型的构造

在传统的卷积神经网络中，池化层通常用于卷

积层之后，具有降维和压缩特征等特点。而本文利

用张量投影层代替池化层构造的深度张量投影网

络，不仅能对上一层的卷积层输出的张量数据进行

降维，还不会破坏张量结构，从而保留了数据原始特

征信息，提高了机械故障诊断的准确率；而且张量投

影层是一种可选择降维层，它可以根据任务的需求

和数据的特性来调整降维策略，进而简化网络结构。

构造深度张量投影网络时，首先利用卷积层对

张量数据进行特征提取，然后经过 TPL 进行张量降

维，这样层层堆叠后，再通过铺平层对数据进行一维

化，接着进入全连接层，最后由分类器进行分类输

出，其结构图如图 1 所示。

1. 1　前向传播

假设深度张量投影网络的输入是三阶张量

{X i}
n

i = 1
，其通过卷积层后输出大小为 p1 × p2 × p3 的

{X l
i }

n

i = 1
，如下式所示：

X l
i = f (conv ( X i，w l )+ bl) （1）

式中  wl 表示权重；bl 表示偏置；i 表示张量数；l 表

示网络层数（l=1，2，…，l0）。卷积层输出的 Xi通过

张量投影层后输出大小为 q1 × q2 × q3 的{Z l
i }

n

i = 1
［18］，

并且 q ≤ p，即：

Z l
i = X l

i × 1U T
1 × 2U T

2 × 3U T
3 （2）

式中  ×k代表 k 模积；U1，U2，U3为大小为 pk × qk 的

正交矩阵，并且有 U T
i U i = Iqi（i=1，2，3），Iq 为单位

矩阵。

神经网络通过梯度下降来训练参数，但如果只

是简单地运用算法对式（2）中的参数{U k}
3

k = 1
进行训

练更新，那么{U k}
3

k = 1
将不会满足正交。因此，引入

大小为 pk × qk 的矩阵{S k}
3

k = 1
。Uk与 Sk的关系为：

U k = S k(ST
k S k + ε2

k Iqk)- 1
2  ；k = 1，2，3 （3）

式中  {ε2
k}

3

k = 1
为正常数。

然后，经过最后一层张量投影层输出{Z i}
n

i = 1
，

再进入铺平层得到输出 Fi，即：

F i = Flatten ( Z i) （4）
接着，铺平层得到的输出 Fi再进入到全连接层

得到 FCi，即：

FC i = f (wF i + b) （5）
最后，FCi 进入到 Softmax 分类器中，预测模型

图 1 深度张量投影网络结构图

Fig. 1 Structure diagram of Deep TensorProjection Networks
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输出，即：

ŷ = Softmax (FC i) （6）

1. 2　反向传播

在上述的正向传播后，需要通过反向传播对参

数进行更新优化。在模型的反向传播中，运用的是

交叉熵损失函数，如下式所示：

loss = -[ ]y i lg ( )ŷ i + ( )1 - y i lg ( )1 - ŷ i （7）

式中  y i 为真实样本标签；ŷ i 为预测样本标签。

设模型所有的权重参数为 w，则模型总损失函

数表达式为：

L (w，b)= ∑loss (w，b)=

               - 1
n [ ]y i lg ( )ŷ i + ( )1 - y i lg ( )1 - ŷ i （8）

要使模型识别的准确率达到最优效果，寻找最

优参数，即：

w∶= w + η
∂L
∂w

（9）

式中  ∶=为更新运算符；η 为学习率，这里需要通过

计 算
∂L
∂w

找 到 最 小 损 失 函 数 L，则
∂L
∂w

的 计 算 公

式为：

∂L
∂vec( w l

h )
= ∑

i = 1

n ∂L
∂vec( Z l

i )
∂vec ( Z l

i )
∂vec ( w l

h )
（10）

式中  {w l
h}

H l

h = 1
为第 l层对应的训练权重参数，h=1，

2，…，Hl，Hl 为第 l 层的总权重个数。在式（10）中，

最重要的是计算
∂L

∂vec( Z l
i )

，这也是反向传播的关

键。网络第 l层的输入是第 l-1 层的输出，即：

Z l - 1
i = X l

i （11）
因此可得［18］：

∂L
∂vec( Z l - 1

i )
= ∂L

∂ vec ( X l
i )

= ∂L
∂ vec ( Z l

i )
∂ vec ( Z l

i )
∂ vec ( X l

i )
（12）

最终，从网络的最后一层 l0 到第一层依次计算

出
ì
í
î

∂L
∂vec( Z l - 1

i )
ü
ý
þ l

。

下面详细介绍张量投影层的反向传播过程。

首先，令：

M k = ST
k S k + ε2

k Iqk
（13）

G k = (ST
k S k + ε2 Iqk)- 1

2 =M
- 1

2
k （14）

则得到：

U k =W kG k （15）
由式（12）得到：

∂L
∂vec( X i )

= ∂L
∂vec( Z i )

∂ vec ( Z i )
∂ vec ( X i )

=

∂L
∂vec( Z i )

⋅ (U T
3 ⊗ U T

2 ⊗ U T
1 ) （16）

通过链式法则求
∂L

∂vec ( )S k

，如下式所示：

∂L
∂vec ( )S k

= ∑
i = 1

n ∂L
∂vec ( )Z i

∂vec ( )Z i

∂vec ( )U k

∂vec ( )U k

∂vec ( )S k

  （17）

将 Zi，Xi 分别以 k 模积的第 1 模（轴或维）展

开，得：

Z i ( )1 = U T
1 X i( )1 (U 3 ⊗ U 2)= Iq1U

T
1 X i( )1 (U 3 ⊗ U 2) （18）

Xi（1），Zi（1）分别表示 Xi，Zi各自的第 1 模展开。将

两边向量化，可得：

vec ( Z i ( )1 )= vec ( Iq1U
T

1 X i ( )1 (U 3 ⊗ U 2) )=

{ }[ ]( )U T
3 ⊗ U T

2 X T
i ( )1 ⊗ Iq1 vec (U T

1 )=

{ }[ ]( )U T
3 ⊗ U T

2 X T
i ( )1 ⊗ Iq1 K p1，q1 vec (U 1) （19）

式中  Kp1，q1为交换矩阵。根据以上推导，可得：

∂vec ( )Z i( )1

∂ ( )U 1
={ }[ ]( )U T

3 ⊗ U T
2 X T

i( )1
⊗ Iq1 K p1，q1  （20）

引入置换矩阵 P ( )1
q1，q2，q3，然后通过链式法则可得：

∂vec ( )Z i

∂ ( )U 1
= ∂vec ( )Z i

∂vec ( )Z i( )1

∂vec ( )Z i( )1

∂vec ( )U 1
=

P ( )1
q1，q2，q3[{(U T

3 ⊗ U T
2 ) X T

i( )1 }⊗ Iq1 ] K p1，q1 （21）

同理：

∂vec ( )Z i

∂ ( )U 2
= ∂vec ( )Z i

∂vec ( )Z i( )2

∂vec ( )Z i( )2

∂vec ( )U 2
=

P ( )2
q1，q2，q3[{(U T

3 ⊗ U T
1 ) X T

i( )2 }⊗ Iq2 ] K p2，q2 （22）

∂vec ( )Z i

∂ ( )U 3
= ∂vec ( )Z i

∂vec ( )Z i( )3

∂vec ( )Z i( )3

∂vec ( )U 3
=

P ( )3
q1，q2，q3[{(U T

2 ⊗ U T
1 ) X T

i( )3 }⊗ Iq3 ] K p3，q3 （23）

接着令 S k → S k + ΔS k，即：

U k + ΔU k = (S k + ΔS k) (G k + ΔG k) （24）
忽略 ΔS k ΔG k，可得：

ΔU k = ΔS kG k + S k ΔG k =
Ipk

ΔS kG k + S k ΔGIqk
（25）

对 上 式 两 边 进 行 向 量 化 后 ，进 行 变 换 求 偏

导，得：

∂vec ( )U k

∂vec ( )S k

= G T
k ⊗ Ipk

+ ( Iqk
⊗ S k) ∂vec ( )G k

∂vec ( )S k

  （26）

并且有：

∂vec ( )G k

∂vec ( )S k

= ∂vec ( )G k

∂vec ( )M k

∂vec ( )M k

∂vec ( )S k

（27）
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由式（14）可知 G与M之间的关系，并且M是一

个 q×q 的对称正定矩阵。在M中引入一个 ΔM，即：

ΔG= lim
ε → 0

( )M+ εΔM - 1
2 -M

- 1
2

ε
（28）

将式（28）变形为：

ΔG=M
- 1

4V

ì

í

î

ïïïï

ïïïï
lim
ε → 0

( )Iq + εΛ
- 1

2 - Iq

ε

ü

ý

þ

ï
ïï
ï

ïïïï
V TM

- 1
4 =

            12 M
- 1

4VΛV TM
- 1

4 = 1
2 M

- 3
4 ΔMM- 3

4 （29）

式中  Λ为矩阵M的特征值构成的对角矩阵；V为

正交矩阵，VV T = Iq，对式（29）两边向量化、求偏

导，即：

∂vec ( )G k

∂vec ( )M k

= - 1
2 (M k

- 3
4 ⊗M k

- 3
4 ) （30）

再令 S k → S k + ΔS k，即：

M k + ΔM k = (S k + ΔS k) T (S k + ΔS k) （31）
忽略 ΔST

k S k，则得到：

ΔM k = ST
k ΔS k + (ΔS k) T

S k =
ST

k ΔS k Iqk
+ Iqk(ΔS k) T

S k （32）
通过对式（32）两边向量化，求偏导，得［18］：

∂vec ( )M k

∂vec ( )S k

= K qk，qk( Iqk
⊗ ST

k )+ Iqk
⊗ ST

k （33）

综上，张量投影层的反向传播的参数更新过程

就完成了。

整个 DTPN 模型通过正向传播与反向传播实

现模型参数更新，使得参数达到最优，模型诊断的准

确性也达到最佳。

2　基于 DTPN的故障诊断模型流程

在构造的 DTPN 的基础上，本文提出了基于

DTPN 的故障诊断方法，该方法的诊断过程如图 2
所示，主要包括信号样本划分、高阶张量谱图的构

造、DTPN 设计与训练三部分。具体步骤如下：

（1）信号的采集与样本划分：将采集到的振动信

号按等窗口长度进行划分，即得到信号样本；使用重

叠切片的方式，对数据样本进行增强。

（2）高阶张量谱图的构造：传统的信号分析方

法很难捕捉到频率随时间的变化，即使事先采用消

噪预处理，也可能出现因消噪方法的参数或者基函

数选择不当而难以达到较好的消噪效果，而这种选

择又往往缺乏依据，在消噪的过程中，如果只是简

单地基于功率谱分析，相位耦合信息不能被提取，

不可避免地造成有用信息的丢失。因此，为解决采

集的振动信号中含有噪声信号的问题，本文引入高

阶谱的信号分析方式对振动信号进行特征提取。

高阶谱［19‑21］是随机过程高阶累积量的多维傅里叶

变换，本文运用的是双谱，也称为三阶谱分析方法，

该分析方法同时包含了幅度和相位信息，能够在不

同的工作条件下，有效地探测给定信号中非线性相

互 作 用 ，并 实 现 相 位 信 息 的 保 留 及 高 斯 噪 声 的

消除。

将得到的信号样本进行高阶谱分析，先将一个

信号样本分成 P 个片段，然后计算它的离散系数和

三阶自相关系数 β，最后得到信号样本的高阶谱表

达式为［21］：

B (ω 1，ω 2)= 1
P ∑

p = 1

P

βp( )ω 1，ω 2 （34）

其中，ω 1 = 2πfs

N 0
λ1；ω 2 = 2πfs

N 0
λ2；fs 为采样步数；N 0 为

每个信号片段的长度；λ为特征值。

从式（34）可以看出，高阶谱是一个信号的二维

重定向谱，它含有两个周期为 2π 的独立频率分量。

传感器采集到的振动信号通过高阶谱分析得到一个

二维张量的高阶谱图，从而得到一个（ω1，ω2，通道

数）三阶张量。

（3）DTPN 设计与训练：通过交替堆叠卷积层与

张量投影层构造 DTPN，并设置卷积层中卷积核的

大小、步长和张量投影层中的张量维数。将数据集

的训练集放入建立好的 DTPN 模型中进行训练，并

通过上述的反向传播算法更新优化模型参数，使得

模型效果达到最优。

图 2 DTPN 故障诊断流程图

Fig. 2 DTPN fault diagnosis flow chart
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本文提出的方法将故障振动信号转换为高阶谱

形式，不仅能去除信号的高斯噪声，还能保留它的相

位信息，更全面地显示出了信号的特征。然后利用

DTPN 网络对高阶张量谱数据进行特征提取与分

类，此方法不会对张量数据结构造成破坏导致信息

丢失，更好地保留了故障的特征信息。

3　实验验证

3. 1　实验数据描述

本文使用的实验数据来自于康涅狄格大学提

供的齿轮故障数据集［22］。该数据集的采样频率为

20 kHz，对输入轴上的小齿轮引入了九种不同的齿

轮状态，包括健康、缺齿、裂纹、剥落以及五种不同

严重程度的削屑尖端。在原始数据集中，每类有

104 个样本，每个样本 3600 个点。本文采用了此数

据集的健康、缺齿、裂纹三种齿轮状态，每类状态

400 个样本，每个样本 1024 个样本点，并采用等长

窗口对齿轮振动信号进行重叠切片，从而增强数据

的可靠性。

数据样本按照上述方式划分好后，对其进行高

阶谱分析。将每个振动信号样本以高阶张量谱图的

形式输出，齿轮每类状态的高阶谱图如图 3 所示。

其中 f1 和 f2 分别表示高阶谱的两个独立频率。得

到的高阶谱图的大小为 128×128，然后将其转换为

灰度图像。本文使用的振动信号数据都是来自于同

一 个 通 道 ，最 终 生 成 的 三 阶 张 量 大 小 为 128×
128×1。

综合以上阐述，构造的数据集共有 1200 个样

本，每类样本的大小是 400×128×128×1。因为模

型是监督学习，所以需要将每类齿轮状态样本打上

不同的标签，如表 1 所示。

将构造好的数据样本集打乱，并按 8∶2 的比例

分成训练集和测试集，其中训练集样本 960 个，测试

集样本 240 个。

3. 2　齿轮故障诊断结果分析

为验证深度张量投影网络对齿轮故障诊断效果

的影响，将提出的方法与传统的深度卷积神经网络

进行了对比研究。将上述构造好的张量数据集分别

放入 DTPN 模型和 DCNN 模型中进行训练和测试，

其中 DTPN 模型和 DCNN 模型的参数分别如表 2
和 3 所示。

图 3 齿轮每类状态的高阶谱图

Fig. 3 High-order spectra of each type of gear state

表 1 实验数据样本

Tab. 1 Experimental data samples

故障类型

健康

缺齿

裂纹

样本维度

128×128×1
128×128×1
128×128×1

样本个数

400
400
400

标签

0
1
2

表 2 DTPN模型各层参数

Tab. 2 Parameters of each layer of DTPN model

结构

卷积层 1
张量投影层 1

卷积层 2
张量投影层 2

卷积层 3
张量投影层 3

铺平层

全连接层 1
全连接层 2

输出维度

(n,128,128,16)
(n,64,64,16)
(n,64,64,32)
(n,32,32,32)
(n,32,32,64)
(n,16,16,64)

(n,8912)
(n,160)

(n,3)

参数

160
16384
4640
4096

18496
1024
—

2621600
483

激活函数

ReLU
—

ReLU
—

ReLU
—

—

ReLU
Softmax
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在 DCNN 模型中，池化层采用的是大小为（2，
2）的平均池化层，两个模型中所有卷积层的卷积核

大小都为（3，3），且步长均为 1。由于 DTPN 模型是

用张量投影层取代传统卷积神经网络的池化层，每

个张量投影层和相对应的平均池化层的输出维度要

求保持一致，以保证对比的有效性。两个模型的学

习率 η 为 0.001，迭代次数设置为 150 次。分别使用

两个模型对输入张量数据分类识别，其结果如图 4
和 5 所示。

由图 4 可知，随着迭代次数的增加，DTPN 故障

诊断模型的训练集和测试集的准确率逐渐提高，最

终两条曲线重合，都达到了 100%，同时，训练集与

测试集的 loss 值稳定下降，逐渐收敛于 0，迭代过程

中未出现过拟合现象。从图 5 中看出，虽然 DCNN
故障诊断模型的训练集和测试集的准确率随着迭代

次数的增加也在逐步提高，并且逐渐重合，但是最终

的准确率只有 93% 左右，而且迭代过程中模型的准

确 率 波 动 较 大 ，不 及 DTPN 模 型 稳 定 。 同 时 ，

DCNN 模型的损失函数曲线也在慢慢下降并有收

敛 的 趋 势 ，但 最 终 的 损 失 值 仍 然 有 0.2。 综 上 ，

DTPN 模型的识别准确率要高于 DCNN 模型，且诊

断效果优于 DCNN 模型。

卷积层的隐式特征可以反映 DTPN 故障诊断

模型的特征提取能力。为了展示其特征提取能力，

本文运用 t‑SNE 算法对卷积层输出的高维特征张量

进行降维。降维后的各卷积层特征散点图如图 6 所

示。由于特征散点图的横纵坐标无实际意义，这里

分别用 P1 和 P2 表示。从图 6（a）可以看出，经过第

一层卷积层后，由于齿轮的健康状态和缺齿故障关

联性比较强，两种齿轮状态样本混合在一起，而裂纹

故障已经呈现出聚类的状态，只有个别点存在误判

的现象。通过一个张量投影层后，从图 6（b）第二层

卷积层的特征散点图可以看出，这时的裂纹故障已

经完全分离聚类，并且健康状态和缺齿故障也在逐

渐分离。从图 6（c）看出，再次经过张量投影层后，

齿轮的健康状态和缺齿故障已经完全分离聚类。

图 4 DTPN 模型诊断结果曲线

Fig. 4 Curve of diagnosis result of DTPN model

图 5 DCNN 模型诊断结果曲线

Fig. 5 Curve of diagnosis result of DCNN model

表 3 DCNN模型各层参数

Tab. 3 Parameters of each layer of DCNN model

结构

卷积层 1
池化层 1
卷积层 2
池化层 2
卷积层 3
池化层 3
铺平层

全连接层 1
全连接层 2

输出维度

(n,128,128,16)
(n,64,64,16)
(n,64,64,32)
(n,32,32,32)
(n,32,32,64)
(n,16,16,64)

(n,8912)
(n,160)

(n,3)

参数

160
—

4640
—

18496
—

—

2621600
483

激活函数

ReLU
—

ReLU
—

ReLU
—

—

ReLU
Softmax
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同样，对 DCNN 故障诊断的各个卷积层也做

了 t‑SNE 可视化分析，如图 7 所示。从图 7（a）可以

看出，经过第一卷积层后，与 DTPN 模型的第一卷

积层的特征散点图类似，裂纹故障已经呈现出聚类

的状态，但是齿轮健康状态和缺齿故障还未分离，

出现重叠。经过第一次平均池化层后，从图 7（b）
所示的第二卷积层特征散点图看出，虽然裂纹故障

已经完全聚类，但是另外两种齿轮状态还是混合的

状 态 ，还 没 有 出 现 分 离 聚 类 的 趋 势 ，但 此 时 的

DTPN 模型的这两种齿轮状态已经开始各自聚类。

从图 7（c）第三卷积层的特征散点图看出，经过第二

次平均池化层后，齿轮的健康状态和缺齿故障开始

慢慢分离聚类，但有些部分仍然混合在一起。从图

6 和 7 的两种模型的特征散点图可以看出，经过张

量投影层后的卷积层的特征提取能力要比经过平

均池化层的强，进一步说明了 DTPN 故障诊断模型

比 DCNN 故障诊断模型更好地保留了原始故障特

征信息。如果只是单纯地通过准确率描述模型的

好坏，无法看出具体预测类别与真实类别的关系，

因此通过混淆矩阵来进一步分析 DTPN 故障诊断

模型与 DCNN 故障诊断模型对不同类别数据的预

测情况，如图 8 所示，横坐标表示预测标签，纵坐标

表示真实标签。

从图 8（a）看出，DTPN 故障诊断模型的识别准

确率为 100%，而图 8（b）中，DCNN 故障诊断模型对

健康和缺齿状态存在错误分类，识别准确率只有

93% 左右，低于 DTPN 模型。这更能说明 DTPN 故

障诊断模型优于 DCNN 故障诊断模型。

由于深度张量投影网络可以通过修改张量投影

层的输出维数来简化网络结构，所以将张量投影层

的输出维数减小，然后把上述齿轮状态的高阶谱张

量数据输入修改后的 DTPN 模型中进行实验结构

分析，并与修改前的 DTPN 模型进行对比，其参数

变化和识别结果如表 4 和 5 所示。

图 6 DTPN 特征散点图

Fig. 6 The feature scatter plot of DTPN model by t-SNE

图 7 DCNN 每一层特征散点图

Fig. 7 The feature scatter plot of DCNN model by t-SNE
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通过对比表 4 和 5 发现，将每个张量投影层的

输出张量维度减小，模型参数也减少的同时，准确

率不变。训练集和测试集的故障诊断结果曲线如

图 9 所示，图中，训练集和测试集的准确率曲线都

在逐渐上升至 100% 并保持不变。同时，训练集和

测试集的损失函数曲线也在稳定下降，并逐渐收

敛至 0。
由于 DTPN 可以在保证故障识别准确率的前提

下简化网络结构，而 DCNN 一般需要增加网络层数

以提高准确率。对此，对比具有两层张量投影层的

DTPN 模型与分别具有两层、三层和四层池化层的

DCNN 模型，并保证经过最后一层张量投影层和池

化层的输出维度一致，得到不同模型的准确率如表 6
所示。由表 6可知，虽然增加池化层数提高了 DCNN
故障诊断模型准确率，但网络的复杂度也在随之提

高，并且最终准确率不及 DTPN 故障诊断模型。

4　结  论

本文针对传统深度卷积神经网络的池化层容易

丢失数据信息等问题，提出了一种深度张量投影网

络的故障诊断模型，并对齿轮进行故障诊断。

（1）本文利用张量投影层取代卷积神经网络中

的池化层，构建了深度张量投影网络模型。张量投

影层不但可以对高阶张量数据进行降维，而且还能

表 5 改变 TPL维度前的 DTPN模型各层参数

Tab. 5 The parameters of each layer of the DTPN model 
before changing the dimension of the TPL

结构

张量投影层 1
张量投影层 2
张量投影层 3

输出维度

(n,64,64,16)
(n,32,32,32)
(n,16,16,64)

参数

15360
4096
1024

准确率

100%

表 4 改变 TPL维度后的 DTPN模型各层参数

Tab. 4 The parameters of each layer of the DTPN model 
after changing the dimension of the TPL

结构

张量投影层 1
张量投影层 2
张量投影层 3

输出维度

(n,60,60,16)
(n,26,26,32)
(n,9,9,64)

参数

15360
3120
468

准确率

100%

表 6 不同模型准确率对比

Tab. 6 Comparison of accuracy rates of different models

模型

两层张量投影层的 DTPN
两层池化层的 DCNN
三层池化层的 DCNN
四层池化层的 DCNN

输出维度

（n,8,8,32）
（n,8,8,32）
（n,8,8,32）
（n,8,8,32）

准确率

100%
91%
92%
94%

图 9 修改 TPL 层维度后的 DTPN 诊断结果曲线

Fig. 9 DTPN diagnosis result curve after modifying the 
dimension of TPL layer

图 8 混淆矩阵图

Fig. 8 Confusion matrix diagram of each model
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保证不破坏张量数据结构，避免造成数据特征信息

丢失。

（2）针对齿轮振动信号的非线性、非平稳和复杂

等特性，通过运用高阶谱分析振动信号，在去除信号

的高斯噪声的同时，还保留了其相位信息，捕获了非

线性系统的相位耦合信息。

（3）结合高阶谱分析，将所提模型用于齿轮的故

障诊断中，证明了 DTPN 故障诊断模型的有效性。

并与 DCNN 故障诊断模型进行了对比。结果表明，

DTPN 故障诊断模型更好地保留了原始故障特征信

息，泛化能力也优于 DCNN 故障诊断模型。

（4）所提出的张量投影层是一种维度可变的降

维层，除了能够简化网络结构、降低网络的复杂度之

外，还能保证模型的准确性和泛化能力。
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Mechanical fault diagnosis method based on 
Deep TensorProjection Networks

HUANG Wen‑jing， LI Zhi‑nong， WANG Fa‑lin， CHEN Liang‑liang， LONG Sheng‑rong
（Key Laboratory of Nondestructive Testing of Ministry of Education，Nanchang Hangkong University， Nanchang 330063，China）

Abstract: The shortcomings of fault diagnosis methods based on deep convolutional neural networks is that， tensor data is easily 
destroyed when reducing the dimension of high-order input tensors by pooling layers， which results in a loss of data information， 
and the relatively complex network structure. Therefore， a Deep TensorProjection Networks method is constructed via replacing 
the pooling layer in the traditional CNN by a TensorProjection Layer. The TensorProjection Layer reduces the dimensionality of in‑
put high-order tensor data without causing damage to the data， thus avoiding the impact of the loss of feature information， and 
greatly improving the recognition accuracy of the model. The dimensionality of the TensorProjection Layer used for dimensionality 
reduction is variable， thus simplifying the networks structures. Based on this， combined with the respective advantages of high-or‑
der spectrum and deep TensorProjection networks， a mechanical fault diagnosis method based on deep TensorProjection networks 
is proposed. In the proposed method， the feature of fault signal is extracted by high-order tensor spectrum， which is input into the 
constructed model for reducing high-order tensor dimensionality and identifying faults. The proposed method is applied to diagnose 
gearbox faults. Experimental results show that the proposed method can better retain the original fault information and effectively 
recognize the different types of faults. And the accuracy is better than traditional deep convolutional neural network fault diagnosis 
methods.

Key words: fault diagnosis； Deep TensorProjection Networks； high-order spectrum
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