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摘要: 基于车辆辅助的桥梁损伤识别具有巨大应用潜力，但仍难以从多源监测数据中提取损伤敏感特征，进而准确

评估桥梁损伤状态。为此，提出了基于长短时记忆网络的注意力加权特征融合模型（ALFF‑Net）。该模型通过预

置数据重构层，提高了 Bi‑LSTM 单元对时间序列多尺度特征信息的感知能力。同时结合注意力机制和特征融合策

略，降低了深度神经网络下游分支的预测难度，进一步提升了模型对序列数据重要依赖关系的建模能力。通过

车‑桥耦合仿真生成了不同路面不平整度和车速下的监测数据集，对 ALFF‑Net 模型的桥梁损伤识别性能进行综合

测试。结果表明：ALFF‑Net 模型较经典 LSTM 网络在显著降低计算成本的同时，损伤识别准确率最高可提升

19.30%，且各级路面不平整度下的识别误差均小于 3%。进一步地，通过对比 ALFF‑Net模型在不同监测数据驱动

方案下的识别精度，验证了协同多源监测数据的桥梁结构损伤检测结果更为鲁棒。
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引  言

由于过载、疲劳和环境腐蚀等［1］多种因素作用，

桥梁的老化问题对其安全服役产生重大威胁。自

20 世纪末开始，为保障桥梁结构的安全可靠运营，

旨在为桥梁检测和养护提供科学决策依据的结构健

康监测系统逐渐发展起来［2］。近三十年来，中国在

多座桥梁特别是大跨度桥梁上广泛应用具备大规模

传感器的结构健康监测系统，如何快速和准确地通

过监测到的大量传感器数据进行结构状态评估成为

结构健康监测的核心内容［3］。

结构损伤检测最初依靠人工目视检测方法，随

着结构健康监测领域的不断突破，涌现了大量用于

检测、定位和量化结构损伤的识别技术［4‑6］。与此同

时，现阶段传感技术和数据采集系统的不断进步，使

得基于振动的结构健康监测方案有望成为有效和准

确识别结构整体损伤的“银弹方案”［7］。其中，基于

车‑桥耦合振动理论的车辆辅助桥梁损伤检测方法

通过分析移动车辆对桥梁的激励作用，从桥梁的动

力特征中提取和量化桥梁损伤敏感特征，被广泛认

为是一种贴近实际的桥梁损伤识别方法［8‑9］。Feng
等［10］提出了一种无需输入交通激励和路面不平整度

的桥梁损伤检测方法，通过测量车致桥梁位移响应

提取一阶模态振型曲率指数，进而完成对桥梁损伤

的定位和量化；Oshima 等［11］采用重载卡车放大桥梁

振动响应，基于估算的桥梁模态振型对桥梁损伤状

态进行评估，并探讨了路面不平整度和环境噪声等

因素对评估结果的影响；Sieniawska 等［12］通过集成

移动短期荷载作用和桥梁结构位移响应，将动态问

题转换为静态问题，建立起允许考虑路面不平整度

的桥梁结构抗弯刚度识别方法。

深度学习算法作为机器学习领域的重要突破，

近年来凭借其强大的非线性映射能力和无需手动特

征工程的特性，已在众多工程实践中取得了瞩目成

就。与此同时，随着数据计算平台和传感技术的不

断发展，长期监测累积的大规模传感数据对结构健

康监测系统的数字解析能力提出了更高的要求。因

此，基于深度学习算法开发新型且高效的桥梁损伤

检测技术势在必行。Xiong 等［13］利用四自由度平面

双轴车辆的耦合系统生成考虑路面不平整度下的桥

梁损伤样本，将桥梁受损后的频率变化信息输入至
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BP 神经网络，模拟了桥梁损伤的定位、定量识别；何

兴文等［14］通过对二自由度车辆‑桥梁相互作用模型

的桥梁抗弯刚度进行折减来模拟结构损伤，利用 BP
神经网络建立桥梁加速度响应和损伤状态之间的映

射关系；Locke 等［15］采用基于 1/4 车辆模型的车‑桥
耦合振动数值算例，在时域内通过一维卷积神经网

络对桥梁不同损伤程度下捕获的车辆加速度信号进

行处理，测试了神经网络模型在包含多种真实环境

噪声干扰下桥梁损伤识别的预测精度和抗噪能力；

Hajializadeh［16］结合缩尺试验采集的测试列车加速度

信号及相应信号处理技术，采用配置迁移学习等训

练策略的二维卷积神经网络进行桥梁损伤识别，从

概念上验证了仅输入测试车辆传感器数据进行桥梁

损伤识别的可行性。Sarwar 等［17］基于铰接式五轴

卡车激励桥梁的仿真案例，提出了一种利用车辆与

桥梁传感器信息融合的概率神经网络方法，该方法

能够实现桥梁损伤状态的鲁棒评估。目前，结合深

度神经网络与车‑桥耦合振动理论的结构损伤识别

方法建模仍然比较少见，且相关研究在复杂环境工

况和多传感器协同下仍然存在模型识别效率不足等

问题。

本研究结合注意力机制和 Bi‑LSTM 模型的优

势，提出一种数据驱动的基于长短时记忆神经网络

的 注 意 力 加 权 特 征 融 合 模 型（Attention‑ 
LSTM‑based Feature Fusion Model， ALFF‑Net），

显著优化了经典 LSTM 网络的计算成本和预测精

度，并首次应用在基于车‑桥耦合振动理论的桥梁

损伤识别研究上。具体而言，通过建立路面不平整

度未知的简支梁桥和激励车辆在随机车速下的

车‑桥耦合振动系统，基于深度神经网络进行不同

桥面路况等级和不同监测数据驱动下的桥梁损伤

识别研究。

1　车‑桥耦合模型

1. 1　路面不平整度描述

路面在空间上介于桥梁和车辆之间，路面不平

整度通常作为主要激励直接影响到车‑桥耦合振动

的动力响应［18］。本文采用文献［19］定义的功率谱密

度函数生成路面不平整度数据，假定粗糙程度在整

个路面属于相同的统计分类，且被划分为 A 级（最

好）~H 级（最差）共 8 个等级。鉴于桥梁表面的路

面不平整度一般相对较好，本文仅采用文献［19］中

的前 4 个路况等级。路面不平整度的计算公式为：

r ( x )= ∑
k = 1

N

4Gk Δn cos ( 2πnk x + Φ k ) （1）

Gk = G 0 ( nk

n0
)-2 （2）

式中  r ( x )为路面不平整度信号；N 为用以生成路

面不平整度的谐波数量；Δn 为空间频率的间距，

Δn = ( nu - nl ) /N，一 般 取 nl = 0.011  m-1，nu =
2.83  m-1；x 为桥梁的位置坐标；Φ k 为均匀分布于

［0， 2π］的随机相位角；Gk 为位移功率谱密度函数；

nk 为第 k 个谐波的空间频率；n0 为参考空间频率，一

般取为 0.1 m−1；G 0 为参考空间频率 n0 对应的位移功

率谱密度值，按路面不平整度的等级取值。

1. 2　车‑桥耦合振动系统

本文采用基于 1/4 车辆模型的车‑桥耦合振动

系统，模型计算简图如图 1 所示。其中，桥梁模型为

线弹性欧拉‑伯努利简支梁桥，车辆选用以恒定速度

v 通过桥面的单轴双自由度车辆简化模型。如图 1
所示，车体质量为 m 2，悬架与轮胎质量之和为 m 1，悬

架的弹簧刚度和阻尼系数分别为 k2 和 c2，轮胎的弹

簧刚度和阻尼系数分别为 k1 和 c1。

忽略桥梁由于结构自重引起的静挠度，基于达

朗贝尔原理可以得到欧拉‑伯努利弯曲振动梁在上

述车辆模型激励下的动力平衡方程：

EI
∂4

∂x4 w ( x，t )+ ρ
∂2

∂t 2 w ( x，t )+ c
∂
∂t

w ( x，t )=

        Fv ( t ) δ ( x - vt )， 0 ≤ x ≤ L （3）
式中  w ( x，t )为桥梁结构的竖向位移；EI为桥梁的

抗弯刚度；ρ 为桥梁每延米的质量；c 为桥梁的阻尼

系数；δ ( x )为狄克拉函数；Fv ( t )为车辆对桥梁产生

的动态激励作用，其大小为：

Fv ( t )= ( m 1 + m 2 ) g + m 1 ẅ 1 + m 2 ẅ 2 （4）
基于车辆的动态平衡条件可以建立两个附加动

力平衡方程：

ì
í

î

ïïïï

ïïïï

k1 ( w 1 + w - r )+ c1 ( ẇ 1 + ẇ - ṙ )=
      -m 1 ẅ 1 - m 2 ẅ 2

k2 ( w 2 - w 1 )+ c2 ( ẇ 2 - ẇ 1 )= -m 2 ẅ 2

（5）

式中  w 1 ( t )和 w 2 ( t )分别表示悬架与轮胎质量的

竖向位移和车体质量的竖向位移，且均以车辆模型

在自重作用下的静力平衡位置为原点。

采用振型叠加法近似表示梁体竖向位移响应，

图 1 车‑桥耦合振动系统

Fig. 1 Vehicle‑bridge coupling vibration system
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可得：

w ( x，t )= ∑
i = 1

m

φi( )x qi ( t ) （6）

式中  对于简支梁模型，第 i 阶振型函数 φi ( x )=

2
ρL

sin iπx
L

，第 i 阶模态频率 ωi = ( iπ
L ) 2

EI
ρ

；qi ( t )

为对应的模态位移响应；m 为模态截断阶数。

将式（6）代入式（3），两侧同乘 φj ( x )并沿梁长 L

积分可得：

q̈ i ( t )+ 2ξi ωi q̇ i ( t )+ ω 2
i qi ( t )= Fv ( t ) φi ( x ) δ  （7）

式中  振型函数 φi ( x )= φi ( vt )；ξi 为第 i 阶的模态

阻尼比。

联立式（5）和（7），可得上述车‑桥耦合振动模型

的动力学方程：

M ( t ) ẍ+ C ( t ) ẋ+ K ( t ) x= F ( t ) （8）
式中  质量矩阵M ( t )、阻尼矩阵 C ( t ) 和刚度矩阵

K ( t )均为时变矩阵，分别表示为：

M ( t )=

é

ë

ê

ê

ê

ê

ê

ê

ê

ê
êêê
ê

ê

ê

ê

ê

ê

ê ù

û

ú

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú
m 1 m 2 0 0 ⋯ 0
0 m 2 0 0 ⋯ 0

-m 1 φ 1 δ -m 2 φ 1 δ 1 0 ⋯ 0
-m 1 φ 2 δ -m 2 φ 2 δ 0 1 ⋯ 0

⋮ ⋮ ⋮ ⋮ ⋮
-m 1 φm δ -m 2 φm δ 0 0 ⋯ 1

，

C ( t )=

é

ë

ê

ê

ê

ê

ê

ê

ê

ê
êêê
ê

ê

ê

ê

ê

ê

ê
ù

û

ú

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

ú

úc1 0 c1 φ 1 c1 φ 2 ⋯ c1 φm

-c2 c2 0 0 ⋯ 0
0 0 2ξ1 ω 1 0 ⋯ 0
0 0 0 2ξ2 ω 2 ⋯ 0

⋮ ⋮ ⋮ ⋮ ⋮
0 0 0 0 ⋯ 2ξm ωm

，

K ( t )=

é

ë

ê

ê

ê

ê

ê

ê

ê
êê
ê
ê

ê

ê

ê

ê

ê
ù

û

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

úk1 0 k1 φ 1 k1 φ 2 ⋯ k1 φm

-k2 k2 0 0 ⋯ 0
0 0 ω 2

1 0 ⋯ 0
0 0 0 ω 2

2 ⋯ 0
⋮ ⋮ ⋮ ⋮ ⋮
0 0 0 0 ⋯ ω 2

m

，

x ( t )=

é

ë

ê

ê

ê

ê

ê

ê

ê

ê

ê
êê
ê

ê

ê

ê

ê

ê

ê
ù

û

ú

ú

ú

ú

ú

ú

ú
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ú
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ú

ú

ú

úw 1 ( t )
w 2 ( t )
q1 ( t )
q2 ( t )

⋮
qm ( t )

， F ( t )=

é

ë

ê

ê

ê

ê

ê

ê

ê

ê
êêê
ê

ê

ê

ê

ê

ê

ê
ù

û

ú

ú

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

ú

ú

úc1 ṙ + k1 r
0

-φ 1 ( )m 1 + m 2 gδ

-φ 2( )m 1 + m 2 gδ

⋮
-φm ( )m 1 + m 2 gδ

。

利用 Newmark‑β 方法［20］对式（8）进行迭代求

解，可得车‑桥耦合振动系统的动态响应。本文通过

上述模型仿真生成桥梁损伤样本，进而基于深度神

经网络完成对桥梁损伤评估方法的建模。

2　ALFF‑Net模型

本文提出的 ALFF‑Net 模型由数据重构层、特

征融合模块和输出层构成，基本结构如图 2 所示。

其中，特征融合模块设置了注意力机制对 LSTM 层

提取的隐藏特征进行自适应加权，通过突出关键因

素的影响提高预测精度。该模型可以利用车‑桥相

互作用产生的监测信号作为输入序列，输出对桥梁

损伤状态的评估分类。

2. 1　长短时记忆网络

循环神经网络是一种串行计算序列化数据时域

特征的方法，通过基本单元的循环迭代挖掘数据中

的上下文信息，实现对序列关键依赖关系的建模。

然而，循环神经网络存在长期依赖问题，在分析和处

理过长的序列数据时可能会产生梯度消失和梯度爆

炸的现象［21］。 Hochreiter 等［22］提出的长短时记忆

（Long Short Term Memory， LSTM）神经网络是一

种改进的循环神经网络，一定程度上改善了循环神

经网络的长期依赖问题。

LSTM 网络一般包含多个相互连接的 LSTM
单元，用以模拟信息流在网络中的动态传播，其基本

结构如图 3 所示。

每个 LSTM 单元均包含输入门、遗忘门和输出

门三个门控单元，通过门机制可以控制特征的流通

图 2 ALFF‑Net模型基本结构

Fig. 2 The basic structure of ALFF‑Net model

图 3 LSTM 单元基本结构

Fig. 3 The basic structure of LSTM cell
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和损失，相关的计算流程如下式所示：

f t = σ (W f[h t - 1，x t ]+ b f) （9）
i t = σ (W i[h t - 1，x t ]+ b i) （10）

c͂ t = tanh (W c[h t - 1，x t ]+ b c) （11）
o t = σ (W o[h t - 1，x t ]+ bo) （12）
c t = f t ⊗ c t - 1 + c͂ t ⊗ i t （13）
h t = o t ⊗ tanh (c t) （14）

式中  σ ( ⋅ )表示 Sigmoid 激活函数；tanh ( ⋅ )表示双

曲正切函数；W f，W i，W c 和W o 分别表示遗忘门、输

入门、内部状态和输出门的权重矩阵；b f，b i，b c 和 bo

分别表示遗忘门、输入门、内部状态和输出门的偏置

向量；h t，x t 和 c t 分别表示 LSTM 单元在时刻 t 对应

的隐藏、输入和记忆状态；⊗ 表示矩阵逐元素相乘。

2. 2　Bi‑LSTM 与数据重构层

时间序列在单个时间尺度上仅保留了标量信

息，其关键特征通常隐藏在序列数据的变化中。为

此，ALFF‑Net 模型将 Bi‑LSTM 单元和预置输入重

构层相结合，以提升 LSTM 单元对输入信号的时域

特征感知能力，确保模型在隐层输出中能够充分表

征输入序列数据的重要隐藏特征。

图 4 所示的 Bi‑LSTM 网络由两个方向相反的

LSTM 单元组成，分别沿正向和反向的时间步处理

时序数据，充分利用了序列数据的未来语境信息，对

不同方向上生成的隐层进行综合输出，进而实现对

整体序列信息的特征抽取。

模型中的数据重构方法如下式所示：

X i
reorg =

é

ë

ê

ê

ê

ê
êê
ê

ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úxi
1 xi

2 ⋯ xi
n - 4

xi
2 xi

3 ⋯ xi
n - 3

⋮ ⋮ ⋮
xi

5 xi
6 ⋯ xi

n 5 ×( n - 4 )

（15）

X input =[ X 1
reorg ⋯  X i

reorg  ⋯  X h
reorg ]5h ×( n - 4 ) （16）

式中  n 为原始序列向量的长度；h 为输入神经网络

的序列变量数；X i
reorg 为第 i 个原始序列重构后的升

维形式；X input 为多个重构序列数据的拼接格式。

假定输入神经网络的多变量时间序列数目为

h，则第 i 个原始时间序列 X i = [ xi
1  xi

2  ⋯  xi
n ] T

n
在完

成重构后的维度会发生改变，重构后的输入数据在

时刻 t 将包含其临近时间步的信息组成观测结果

X i，t
input = [ xi

t  xi
t + 1  xi

t + 2  xi
t + 3  xi

t + 4 ] T

5
。通过输入序列样

本的重构数据，LSTM 单元能够在每个时间步的迭

代计算中感知到邻近时间步的时序信息，从而扩大

特征提取的感受野。

在 每 一 次 迭 代 计 算 中 配 置 输 入 重 构 层 的

Bi‑LSTM 单元，不仅能够感知原始时间序列在当前

时刻的标量信息，同时也能够结合局部观测向量和

整体序列特征，输出时序依赖关系在多尺度综合下

的特征提取结果。

2. 3　注意力机制与特征融合

LSTM 网络仍然缺乏对长期依赖关系的有效建

模能力，而注意力机制对长期依赖关系的建模具有天

然优势［23］。ALFF‑Net模型结合 Bi‑LSTM 单元与注

意力机制进行特征提取，引入注意力可以赋予重要信

息向量更高的权重值，同时增加模型非线性映射的表

现能力，进一步提升对多变量时间序列关键特征的学

习效率。模型中的注意力机制结构如图 5所示。

本文采用缩放点积注意力机制［24］，通过对输入

向量的匹配打分进行特征选择，其计算公式如下式

所示：

Q= tanh ( h sW Q ) （17）
K i = tanh ( h iW K ) （18）

ci = K iQT

d
（19）

h i，output = exp( ci )

∑
i = 1

s

exp( ci )
h i （20）

式中  W Q 和W K 分别为查询和键对应的权重矩阵；

d 为 LSTM 单元输出的隐层数目；s为隐藏状态的数

目；h i 为时刻 i 的隐藏状态向量；h i，output 为时刻 i 的加

权隐藏状态向量。

ALFF‑Net 模型采用浅层特征和深层特征进行

拼接的特征融合策略，一方面通过充分利用隐藏特

征减少模型的待训练参数以提升参数优化效率；另

图 4 Bi‑LSTM 网络基本结构

Fig. 4 The basic structure of Bi‑LSTM network

图 5 注意力机制结构

Fig. 5 The structure of attention mechanism
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一方面加强特征传播使得下游的预测分支更容易完

成任务。同时，为保证注意力层的所有隐藏特征均

能被后续预测分支充分利用，本文还通过特征加和

的方式对注意力机制层提取的加权特征进行融合。

其中，特征加和策略无需增加模型的参数量，通过整

合规格相同的隐藏状态向量信息保证注意力机制用

于特征提取的泛化性能。

3　数值验证

基于上述车‑桥耦合模型和神经网络模型，建立

如图 6 所示的数值验证流程，对 ALFF‑Net 模型在

桥梁损伤评估任务上的识别性能进行综合测试。

3. 1　工况描述

通过求解上述车‑桥耦合振动模型获得的车‑桥
振动响应，可以近似模拟实际运营环境中的桥梁和

车辆通过传感器获得的车‑桥耦合振动信号，本文模

拟的传感器布置方案如图 7 所示。其中，待检测桥

梁分别在
1
4，

1
2 和

3
4 处安装 3 个位移计，以记录测试

车辆通过桥面时的桥梁位移响应时程。测试车辆分

别在车体质量和悬架质量上布置相应的加速度计，

按式（4）对车辆加速度响应进行换算，可得车辆对桥

梁的动态荷载效应。对上述监测信号进行组合，以

设置不同的数据驱动方案，对神经网络模型进行训

练和测试。传感器具体组合方案如表 1 所示。

对桥梁的抗弯刚度进行折减以模拟结构整体损

伤，其损伤程度的评估分类标签如表 2 所示。

为建立用于深度神经网络训练的损失样本集，

基于车‑桥耦合数值模型分别在各个路面不平整度

等级下生成 500 个桥梁损伤数据样本，按 4∶1 划分训

练集和验证集。实验时设置采样频率为 50 Hz，测
试车辆和待检测桥梁的相关参数如表 3 所示。

为模拟桥梁在相对复杂环境下的实际运营工

况，在不同桥面路况等级下均采用随机路面不平整

度数据来建立桥梁损伤样本，且车辆行驶速度和桥

梁刚度折减比例分别服从［10， 15］ m/s 和［0.75， 
1.0］上的均匀分布。以 D 级路面不平整度下的损伤

样本集为例，生成样本数据的车速和桥梁抗弯刚度

分布如图 8 所示，用以集成损伤样本的桥梁和车辆

传感信号分别如图 9 和 10 所示。需要指出，当路面

不平整度等级升高时，不同损伤样本的振动信号差

异也会加大，对神经网络模型的特征提取能力提出

更高要求。

上述两类用于输入神经网络的车‑桥耦合振动

图 6 数值验证流程

Fig. 6 The numerical verification process

图 7 车辆和桥梁的传感器布置

Fig. 7 Sensor layout for vehicle and bridge

表 1 不同传感器组合方案

Tab. 1 Different sensor combinations schemes

传感器组合方案

协同驱动方案

非协同驱动方案

信号数量

3
3

传感器类型和位置

DS‑1/DS‑2/(AS‑1, AS‑2)*

DS‑1/DS‑2/DS‑3
注：（AS‑1， AS‑2）*表示测试车辆的加速度监测数据经式（4）换算后

按单个信号输入神经网络。

表 2 桥梁损伤状态分类

Tab.  2 Classification of bridge damage state

评估分类标签

State Ⅰ
State Ⅱ
State Ⅲ
State Ⅳ

桥梁抗弯刚度

整体刚度折减小于 5%
整体刚度折减 5%~10%
整体刚度折减 10%~15%
整体刚度折减大于 15%

表 3 车‑桥耦合振动系统相关参数

Tab. 3 Relevant parameters of vehicle‑bridge coupling 
vibration system

车辆参数

m1/kg
m2/kg

k1/(N⋅m-1)
k2/(N⋅m-1)

c1/(N⋅s⋅m-1)
c2/(N⋅s⋅m-1)

取值

1425
32025

2.85×105

6.5×105

0
2.1×104

桥梁参数

L/m
EI/(N⋅m-2)
ρ/(kg⋅m-1)

ξ

取值

40
1.275×1011

1.2×104

0
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信号在桥梁抗弯刚度、测试车速和路面不平整度数

据均随机取值的情况下生成。其中，桥梁的抗弯刚

度不仅是耦合系统的基础参数，也是神经网络输出

的分类标签。由图 8 可知，聚集于类别边缘处的样

本点的抗弯刚度取值较为接近，会造成该桥梁损伤

评估任务具有一定的复杂性，也更接近实际运营下

的结构损伤检测场景。

通过基于 Python 环境的 Pytorch 框架对深度神

经 网 络 进 行 搭 建 ，计 算 机 配 置 为 12 核 20 线 程

i7‑12700 CPU 和 NIVIDIA RTX‑3060Ti GPU。利

用优化框架 Optuna 实现随机搜索方法并对学习率

（0.0001~0.005）、批尺度大小（16~128）和 LSTM
隐层节点数（50~750）进行自动最优化调试。在模

型训练之前，对输入数据采取标准差归一化方法，以

消除量纲差异并加快参数优化的收敛速度。在训练

过程中，模型接近收敛时其梯度变化通常较小，本文

采用多步长分段常数衰减的学习率动态调整策略，

以保证神经网络能够稳定地收敛到最优点。学习率

逐步衰减的过程如图 11 所示。

上述桥梁损伤评估任务属于多分类问题，采用

准确率 Accuracy、宏查准率 Pmacro、宏查全率 Rmacro 和

宏 F1 分数 Fmacro 作为分类评价指标对神经网络模型

的识别结果进行性能测试。其中，准确率定义为正

确预测的样本占总损伤样本集的百分比，其他指标

的计算方式分别如下式所示：

Pmacro = 1
n ∑

i = 1

n TPi

TPi + FPi

（21）

Rmacro = 1
n ∑

i = 1

n TPi

TPi + FN i

（22）

Fmacro = 2 × Pmacro × Rmacro

Pmacro + Rmacro
（23）

式中  TP 为正样本正确预测的数量；FP 为负样本

错误预测的数量；FN 为正样本错误预测的数量；n
为分类任务的类别数目。

上述指标用于全面衡量该多分类问题中各类别

识别结果的准确率和覆盖能力。

3. 2　结果分析

本文首先对 ALFF‑Net模型和经典 LSTM 网络

在多源监测数据协同驱动方案下的综合性能进行测

试。将不同路面不平整度等级下建立的桥梁损伤样

本数据集分别用于模型训练，两类模型训练过程的

损失函数下降曲线和验证集准确率分别如图 12 和

13 所示。由图可知，两类模型的权重误差随着迭代

最后趋于平稳，ALFF‑Net 模型较经典 LSTM 网络

在训练过程中表现出更好的拟合能力和验证精度，

其优势随着路面不平整度等级的提高更加明显。

图 14 和 15 分别对应两类模型在不同路面不平

整度等级的损伤样本集上的最佳参数量和训练时

长。综合训练过程的表现可以发现，ALFF‑Net 模
型在预测能力和计算成本上较经典 LSTM 网络具

有明显改进。

图 8 损伤样本的车速和桥梁抗弯刚度分布

Fig. 8 The distribution of vehicle speed and bridge flexural 
stiffness in damage sample set

图 9 桥梁位移响应信号

Fig. 9 The displacement response signal of the bridge

图 10 车辆动态作用时程

Fig. 10 The time-history of vehicle dynamic action

图 11 学习率分段常数衰减曲线

Fig. 11 The curve of learning rate with a piecewise constant 
decay strategy
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为进一步测试两类模型对桥梁损伤的分类评估

性能，本文通过在各级路面不平整度下分别设置具

有 1000 个 损 伤 样 本 的 独 立 测 试 集 ，以 统 计

ALFF‑Net 模型和经典 LSTM 网络对桥梁损伤状态

的识别表现。图 16 和 17 分别为两类模型在四个路

面不平整度等级下桥梁损伤识别结果的混淆矩阵，

其元素表示含有不同损伤状态的测试集样本被识别

预测为各损伤状态类别的样本总数。由此可知，两

类模型在低等级路面不平整度下的损伤评估分类的

准确率普遍较高，经典 LSTM 网络在路况较差时的

评估分类误差主要来自对临近损伤状态的误判。

基于混淆矩阵分别计算 ALFF‑Net 模型和经典

LSTM 网络的分类性能评价指标，计算结果如表 4
所示。结果表明，在四个不同路面不平整度等级的

独立测试集中，ALFF‑Net 模型的准确率、宏查准

率、宏查全率和宏 F1 分数均高于经典 LSTM 网络，

且 ALFF‑Net 模型在各级桥面路况下的识别误差均

小于 3%。

在协同输入桥梁和车辆传感数据下的桥梁损伤

评估任务中，ALFF‑Net 模型表现出优越的识别性

能。进一步地，本文进行消融实验验证了融合注意

力机制的有效性，同时通过屏蔽车辆监测信号设置

了仅有桥梁响应输入下的非协同驱动方案作为对

照。不同监测数据驱动方案下 ALFF‑Net 模型的损

伤识别准确率如图 18 所示。

图 17 LSTM 网络损伤识别结果

Fig. 17 Damage identification results of LSTM network

图 12 损失函数下降曲线

Fig. 12 The descent curve of the loss function

图 13 模型的验证集准确率

Fig. 13 The accuracy of the validation set of the models

图 14 模型最佳参数量

Fig. 14 The optimum number of parameters of the models

图 15 模型训练时长

Fig. 15 Training time of the models

图 16 ALFF‑Net模型损伤识别结果

Fig. 16 Damage identification results of ALFF‑Net model
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消融实验结果表明，融合注意力机制可有效提高

模型识别结果的准确性和鲁棒性。另外，不同监测数

据驱动方案会对深度神经网络的识别准确率产生影

响，随着路面等级的提高，协同输入车‑桥监测数据较

仅输入桥梁传感器数据的预测结果更加可靠。其原

因在于，较差路况下的车辆响应主要来源于路面不平

整度激励，补充输入车辆振动信号能为神经网络对桥

梁损伤状态的准确评估提供更多关键辅助信息。

4　结  论

本研究结合了注意力机制对关键隐藏特征的高

效建模优势，提出了一种基于长短时记忆网络的注

意力加权特征融合模型（ALFF‑Net）。通过设置相

对复杂运营工况下的车‑桥耦合振动数值案例，对比

了 ALFF‑Net模型和经典 LSTM 网络在协同输入车

辆和桥梁的传感器信息下的桥梁损伤评估性能，研

究了 ALFF‑Net 模型在不同传感器数据驱动方案下

的桥梁损伤评估精度。主要结论如下：

（1） ALFF‑Net 模型对桥梁损伤状态的评估具

有高度准确性，其识别性能在所有实验指标上优于

经典 LSTM 网络，表现出低计算成本和高预测精度

的优越性能。

（2） 通过多源监测数据协同驱动的 ALFF‑Net

模型能够准确提取振动信号的关键损伤敏感特征，

在路况较差时的识别表现仍保持相对稳定，且各级

路面不平整度下的识别误差均低于 3%。

（3） ALFF‑Net 模型在协同车‑桥振动信号进行

数据驱动下的损伤识别的准确率较仅输入桥梁响应

时更高。由此表明，在桥面路况较差的情况下，结合

车辆监测数据进行桥梁损伤识别具有重要辅助意义。
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Abstract: Vehicle-assisted bridge damage identification has great application potential， but it is still difficult to extract damage-sen‑
sitive features from multi-source monitoring data and accurately evaluate the bridge damage status. To solve this problem， an At‑
tention-LSTM-based Feature Fusion Model （ALFF-Net） is proposed. The model improves the perception ability of Bi-LSTM 
cells for multi-scale feature information in time series data through a preset data reconstruction layer. Furthermore， by employing 
attention mechanism and feature fusion strategy， the model reduces the prediction difficulty of downstream branches of deep neural 
networks and further improves the modeling ability for the important dependency relationships in the sequence data. A monitoring 
dataset under different road roughness and vehicle speeds is generated through a vehicle-bridge interaction system simulation， and 
the bridge damage identification performance of the ALFF-Net model is comprehensively tested. The results show that the ALFF-

Net model improves the damage identification accuracy by up to 19.30% compared to the classical LSTM network while signifi‑
cantly reducing computational costs， and the identification errors under different road roughness levels are less than 3%. More‑
over， by comparing the identification accuracy of the ALFF-Net model under different data-driven schemes， the robustness of the 
bridge damage detection results with synergistic multi-source monitoring data is verified.
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