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基于多特征空间自适应网络的谐波减速器
故障诊断
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摘要: 由于多测点位置不同引起的数据分布差异造成谐波减速器故障诊断效果不佳，提出基于多特征空间自适应网络（multi‑
ple feature spaces adaptation network，MFSAN）的谐波减速器故障诊断方法。对谐波减速器振动信号进行连续小波变换，以构

造时频图来描述其运行状态特征。将不同位置传感器所测数据划分为多个源域数据和目标域数据映射到不同特征空间，得到

不同测点位置下的特征表示。利用自适应网络将源域中学习到的知识自动应用到目标域，以自动对齐特定领域的特征分布，

从而学习多个域不变表示。利用领域特定的决策边界来对齐分类器的输出，从而有效减少因传感器位置差异引起的数据分布

差异。在工业机器人谐波减速器诊断实验中，所提诊断方法达到了 99.72% 的准确率，高于其他对比方法，验证了所提诊断方

法的有效性和可行性。
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Fault diagnosis of harmonic reducer based on multiple feature spaces 
adaptive network
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Abstract: Due to the differences in data distribution caused by different locations of multiple measuring points， the fault diagnosis 
of the harmonic reducer is often ineffective. A fault diagnosis method for the harmonic reducer， based on a multiple feature spaces 
adaptation network （MFSAN）， is proposed. Firstly， the vibration signal of the harmonic reducer is transformed using continuous 
wavelet transform to construct a time-frequency diagram that characterizes its operational state. Secondly， the data measured by 
sensors at different positions are divided into multiple source domain and target domain data， which are mapped to different feature 
spaces to obtain feature representations for each measuring point position. Then， the adaptive network is used to automatically 
transfer the knowledge learned from the source domain to the target domain features and automatically align the feature distribution 
of a specific domain to learn multiple domain-invariant representations. Finally， a domain-specific decision boundary is used to align 
the output of the classifier， effectively solving the data distribution differences caused by sensor location. Experimental results of 
harmonic reducer diagnosis of an industrial robot show that the identification accuracy of this method is 99.72%， which is higher 
than that of other comparison methods. The effectiveness and feasibility of this method are thus verified.

Keywords: fault diagnosis；harmonic reducer；continuous wavelet transform；multiple feature spaces adaptation

谐波减速器结构紧凑、传动比大、回差小、传动

精度高［1］，被广泛应用于工业机器人和航空航天等

领域［2］。谐波减速器由刚轮、柔轮和波发生器组

成［3］，是工业机器人中的易损零部件，为保证谐波减
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速器运行可靠，维持工业机器人稳定安全运行及避

免重大事故，对其进行故障诊断尤为重要。

为实现谐波减速器故障诊断，陈仁祥等［4］提出

了基于整周期数据和卷积神经网络的谐波减速器健

康状态评估方法，将谐波减速器振动信号分割成整

周期数据样本并分解获得时频图，最后通过卷积神

经网络学习其瞬变特征并输出结果。该方法取得了

一定成效，但工业机器人复杂多变的使用场景及循

环往复运动的特点导致单一传感器不足以反映谐波

减速器运动状态全貌。同时，传感器会随着机器人

的运动而运动，加剧了单一传感器对工业机器人运

行状态反映的不全面性。因此通常利用多个传感器

对设备进行状态监测，以获取更为全面的运行信息，

但由于设备尺寸和安装条件问题，传感器无法安装

在最敏感的位置。这些问题将限制谐波减速器状态

数据的采集，并影响设备故障诊断的准确性［5］。此

外，传感器安装位置不同，其测振方向、信号传递路

径均会有所差异，这种差异会导致所采集的信号产

生分布差异，必然造成分类性能降低，影响学习模型

对目标领域的识别效果［6］。因此，研究如何有效减

小由于传感器位置不同而导致的领域差异可减少传

感器对设备安装位置的要求，提高故障诊断的准确

性，对谐波减速器进行故障诊断具有极其重要的工

程意义。

域自适应（domain adaptation， DA）借助域不变

子空间特征构建由源域至目标域的特征知识迁移［7‑8］

在故障诊断中得到了成功应用，源域是指含有大量

标签的知识样本，目标域是指不含或含少量标签的

知识样本。夏懿等［9］提出了将深度自适应网络用于

跨域条件下的轴承故障诊断。LONG 等［10］提出了深

度适配网络（deep adaptation network， DAN），将深

度卷积神经网络应用到了域适配场景。以上研究主

要关注工况域适应，且都是基于单个传感器信息进

行的故障诊断，未考虑多个传感器的情况。

在多测点时传感器安装位置必然不同，以其中

某个测点数据为源域进行训练，获得有效的分类器。

然后通过域自适应，将分类器应用于其他位置传感

器采集的数据（即目标域）。源域与目标域来自不同

位置传感器，它们之间的特征分布差异将影响设备

故障诊断的准确性。

多个不同位置传感器所测数据间的分布差异使

其在同一个特征空间中难以对齐（对齐是指将源域

的数据样本的投影矩阵进行变换，使得变换后的结

果尽可能接近目标域的投影矩阵），造成多个领域的

分布差异难以消除，因此，难以将多个位置传感器数

据映射到一个公共特征空间来学习域不变特征。因

此使用单源域方法减小因多传感器位置不同导致的

数据分布差异具有一定的局限性，无法减小多个源

域在同一特征空间中的分布差异。为更好地学习多

个域不变表示，并用学习到的多个域不变表示来训

练多个特定领域的分类器，将不同位置传感器数据

映射到多个特征空间，并对齐特定领域的特征分布。

这样得到的不同分类器预测的域特定决策边界附近

的目标样本可能会得到不同的标签［11］，再利用特定

领域的决策边界将分类器的输出与目标样本对齐。

基于此，提出基于多特征空间自适应网络（mul‑
tiple feature spaces adaptation network，MFSAN）的

谐波减速器故障诊断方法。该方法首先利用连续小

波变换（continuous wavelet transform，CWT）多分辨

率的特点对谐波减速器振动信号进行分解，获得时

频图描述其故障状态特征；再将不同测点位置传感

器所测数据划分为源域数据和目标域数据，映射到

公共子网络获取其公共特征表示，并将每对源域与

目标域数据映射到不同特征空间，得到特定领域的

特征表示；最后利用该网络两阶段对齐框架分别对

齐源域与目标域在特征空间中的分布以及分类器输

出，以减小它们之间的分布差异。

1　理论基础

1. 1　连续小波变换原理

假设 ψ ( t ) 为一能量有限函数，ψ ( t )∈ L2(R )，
L2(R )为均方可积空间，其傅里叶变换为 ψ̂ (ω)，如果

满足以下条件：

Dψ =∫
-∞

∞ || ψ̂ ( )ω
2

|| ω
dω < ∞ （1）

式中，Dψ 为小波系数。ψ ( t )经过尺度伸缩和平移后

得到小波基函数 ψa，b ( t )：

ψa，b ( t )= 1
|| a

ψ ( t - b
a ) （2）

式中 ，a 为 尺 度 因 子 ，b 为 平 移 因 子 ，且

a，b ∈ R，a ≠ 0，为 保 证 能 量 恒 定 ，引 入 规 范 因 子

1
|| a
，使得 ψa，b 2

= ψ
2
。

对被分析信号来说，ψa，b ( t )起着观测窗的作用，

因此 ψ ( t )还应该满足一般函数的约束条件：
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∫
-∞

∞

|| ψ ( )t dt < ∞ （3）

故 ψ̂ (ω)是一个连续函数，因此为满足式（1）的

条件，ψ̂ (ω)在原点处为 0，即：

ψ̂ (0)=∫
-∞

∞

ψ ( )t dt = 0 （4）

对于任意时域信号 f ( t )∈ L2(R )，其连续小波

变换表达式为［12］：

W f(a，b)= 1
|| a
∫

-∞

∞

f ( )t
- -- -- -- ----- -- --
ψ ( )t - b

a
dt （5）

式中，
- -- -----
ψ ( )t 表示 ψ ( t )的共轭。

根据连续小波逆变换，由 W f(a，b)重构得到原

时域信号 f ( t )。连续小波逆变换表达式为：

f ( t )= 1
Dψ

∫
-∞

∞ ∫
-∞

∞ 1
a2 W f(a，b) ψ ( t - b

a ) dadb  （6）

由于 Morlet 小波与旋转机械发生故障时产生

的冲击信号形状相似，故选其为母小波［13］。

1. 2　多特征空间自适应网络对齐原理

针对由测点位置不同引起的数据分布差异大的

问题，建立故障诊断的多特征空间自适应网络，该网

络由故障特征提取和对齐分布两部分组成，网络结

构如图 1 所示。其中，前者利用领域共享残差网络

（residual network， ResNet）提取所有源域和目标域

数据中的公共特征表示，再将每对源域和目标域数

据通过其对应的非共享域特定子网络映射到特定特

征空间，在特定领域获得特定特征；后者通过两阶段

对齐框架分别对齐每对源域与目标域在特征空间中

的分布和不同分类器的输出。

1. 2. 1　特征提取

在多特征空间自适应网络中，存在 N 个不同源

域 ，标 记 源 域 数 据 为 {(X sj，Y sj) }N

j = 1
，其 中 Xsj =

{xsj
i } || Xsj

i = 1
表示源域 j的样本，Y sj ={ y sj

i } || Xsj

i = 1
表示相应的

标签。此外，在目标分布 pt( x，y)中，对目标域数据

Xt ={xt
i}

|| Xt

i = 1
进行采样，但目标域数据未被标记。

因多个源域与目标域数据间存在分布差异，将

其映射到同一个特征空间不能很好地学习特定领域

的特征表示。所提方法将原始特征空间中源域数据

{(X sj，Y sj) }N

j = 1
和目标域数据 Xt 映射到公共子网络

ResNet 中提取所有域公共特征。之后将这些公共

特征 f (X sj)和 f (X t)输入到特定领域的特征提取器

中，使每对源域和目标域数据通过对应的非共享域

特定子网络映射到特定的特征空间，从而在特定领

域获得特定特征。

1. 2. 2　两阶段对齐框架

因传感器位置不同，每对源域和目标域样本的

特征分布在不同的域内会产生域间分布差异，所提

方法通过两阶段对齐框架来减小其分布差异。

第一对齐阶段即对齐特定领域的特征提取器中

每对源域和目标域的分布。最大平均差异（maxi‑
mum mean discrepancy， MMD）是衡量数据集分布

差异的非参数距离指标［14］，用于计算域间数据分布

差异，MMD 定义为：

DΗ (hj( ƒ (X sj) )，hj( ƒ (X t) ) )≜



 


Ε éë

ù
ûφ ( )hj( )ƒ ( )X sj - Ε [ ]φ ( )hj( )ƒ ( )X t

2

Η
（7）

式中，Ε [ ⋅ ]表示期望值； ⋅
Η
表示再生核希尔伯特

空间（reproducing kernel hilbert space，RKHS）；φ ( ⋅ )
表示将原始样本映射到 RKHS 中后的特征映射。

ƒ ( ⋅ )和 h ( ⋅ )分别为将所有领域映射到公共特征空

间 和 特 定 领 域 的 特 征 提 取 器 ；hj( ƒ (X sj) ) 和

hj( ƒ (X t) )分别为源域数据 Xsj 和目标域数据 Xt 在第

j个特定特征提取网络中的输出。

每个源域和目标域之间差异为：

D̂Η (hj( ƒ (X sj) )，hj( ƒ (X t) ) )=









 







1

ns
∑

Xi ∈ Ds

φ ( )X i - 1
nt

∑
Xj ∈ Dt

φ ( )X j

2

H

（8）

式中，ns和nt分别表示源域和目标域数据个数；Ds和Dt分别

表示源域和目标域数据集；D̂Η (hj( ƒ (X sj) )，hj( ƒ (X t) ) )
为DΗ ( )hj( )ƒ ( )X sj ，hj( )ƒ ( )X t 的无偏估计量，MMD

损失重新表述为：

LMMD = 1
N ∑

j = 1

N

D̂ (hj( ƒ (X sj) )，hj( ƒ (X t) ) ) （9）

每个特定的特征提取器可以通过最小化式（9）

图 1 多特征空间自适应网络结构

Fig. 1 Multiple feature spaces adaptation network structure
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来学习每对源域和目标域的域不变表示。所提方法

特征提取模块将多个源域数据与目标域数据分别映

射于不同特征空间以获得其特定领域的特征表示，

利用第一对齐阶段可减小源域与目标域间数据分布

差异以学习域不变表示。

每个预测器 Cj 是一个 softmax 分类器，并在第

j 个源域的域特定特征提取器 h ( f ( x) )之后接收

特定的域不变特征。对于每个分类器，将每对源

域和目标域样本使用交叉熵损失函数将分类损失

添 加 到 每 个 分 类 器 中 ，得 到 分 类 损 失 L cls，公 式

如下：

L cls = 1
N ∑

j = 1

N

Ε é
ë
êêêê ù

û
úúJ ( )Cj( )hj( )f ( )X sj ，Y sj （10）

式中，J ( ⋅，⋅ )表示交叉熵损失函数。

分类器在不同源域训练，对目标域样本预测有

分歧，将目标域样本输入到不同的特定领域，得到不

同分类器预测值，会导致分类性能降低。为解决该

问题，提出第二个对齐阶段即最小化所有分类器之

间的差异。分类器的输出与目标数据的差异的绝对

值被视为分类器间损失：

L disc = 2
N × ( )N - 1 ∑

j = 1

N - 1

∑
i = j + 1

N

⋅

Ε x ∼ Xt

é
ë|Ci(hi( f (X t) ) )- Cj(hj( f (X t) ) ) |ùû

（11）
综上所述，所提方法的损失由三部分组成：分类

损失 L cls、MMD 损失 LMMD 和分类器间损失 L disc。通

过最小化分类损失，网络可以准确地对源域数据进

行分类；通过最小化 MMD 损失来学习域不变表示；

通过最小化分类器间损失来减小分类器之间的差

异。总损失公式为：

L = L cls + LMMD + L disc （12）
所提方法两阶段对齐框架在不同特征空间中对

齐每对源域和目标域的特定领域分布以及目标样本

特定领域分类器输出，能减小源域与目标域之间的

分布差异，有效减小因传感器位置差异引起的分布

差异。

2　基于 MFSAN 的谐波减速器故障

诊断方法

所提出基于多特征空间自适应网络的谐波减速

器故障诊断方法利用两阶段对齐思想对齐多个源域

与目标域之间的数据分布，即在多个源域数据和目

标域数据映射到公共子网络中得到其公共特征后将

每对源域和目标域数据映射到不同的特征空间，得

到不同测点位置下的故障特征表示；然后，构建多个

特定域的分类器，使用多个域不变表示来训练多个

特定域的分类器以获得每个领域不变表示的识别结

果，并利用领域特定的决策边界来对齐分类器的输

出。最终有效解决因传感器位置引起数据分布差异

的影响。方法流程如图 2 所示。

具体步骤如下：

（1） 将不同测点位置的传感器一维原始振动信

号分割成整周期数据样本以描述谐波减速器的运行

状态信息（整周期分割方法见参考文献［4］）；

（2） 利用 CWT 对各传感器下的数据进行分解

以获得时频图，并根据传感器位置划分源域（训练

集）和目标域（测试集）数据集；

（3） 初始化 MFSAN 网络参数，并将训练集（源

域）数据、测试集（目标域）数据以批量的方式输入

网络；

（4） 利用公共子网络 ResNet‑34 提取所有域公

共特征表示，并通过特定领域的特征提取器提取特

定域的特征表示；

（5） 利用网络两阶段对齐模块分别对齐每对源

域和目标域特定领域的特征分布以及分类器的输

出，通过最小化 MMD 损失减小特定领域的特征分

布差异，通过最小化分类器间损失减小分类器输出

差异，从而有效解决由于传感器位置差异引起的分

布差异问题；

（6） 重复步骤（3）~（5），直到训练完毕，得到训

练完成的诊断模型，输入测试集数据，得到故障诊断

结果，完成谐波减速器的故障诊断。

图 2 方法流程图

Fig. 2 Flow chart of method

435



振   动   工   程   学   报 第  38 卷

3　实验验证

3. 1　实验数据

实验数据采集自工业机器人末端关节谐波减速

器，型号为 LHSG‑17，传动比为 80。谐波减速器共

有 3 种故障状态：间隙过大、卡顿和正常。间隙过大

和卡顿状态的谐波减速器为使用单位对工业机器人

维修、保养时更换下来的减速器，如图 3（a）、（b）所

示。传感器布置如图 3（c）所示，共有 3 个不同位置

的传感器（测振方向不同），传感器 1、2 和 3 采集的数

据分别记为 A、B 和 C。

采样频率为 25.6 kHz，在工作节拍为 30% 满转

速及 100% 满转速的工况下重复采集多组数据，并

进行整周期样本分割，每个样本包含 88800 个采样

点，从每类样本中随机选取 90 个样本，训练集样本

每类有 70 个样本，共 210 个；测试集样本每类 20 个

样本，共 60 个。以 A、B→C 为例，训练数据由有标

签训练集 A、B 和无标签训练集 C 构成，C 为测试

集。 3 种故障类型分别记为类别 0~2，具体如表 1
所示。

3. 2　数据分析

每种故障状态振动信号时域波形及 CWT 得

到的时频图如图 4 所示，均通过传感器 1 获得。

根据该图，时域信号无法刻画谐波减速器的瞬变

特征。对于时频图，3 种不同故障类型下谐波减

速器振动信号的能量几乎连续分布于所有频段

内，且相对于高频段，低频段内能量明显较高，整

个时间段呈现明显的能量波动，间隙过大故障类

型的能量明显大于另外两种故障类型。由此，不

同故障状态下信号在连续小波时频域表现出的

差别明显比在时域所表现的差别更加突出，准确

刻画了谐波减速器在一个循环往复周期内的信

号变化特点，表明 CWT 可充分展现不同故障的

瞬变特征。

图 5 为同一故障状态（间隙过大）下不同测点

位置对应的时频图。由该图可看出，传感器 1 处

所得信号能量几乎连续分布于所有频段内，且相

对于高频段，低频段内能量明显较高；传感器 2 处

所得信号能量主要分布在低频范围内；传感器 3
处所得信号能量分布在低频范围内，且能量显示

出更高的值。结果表明，传感器安装位置不同，所

得信号能量分布区域不同，且能量有所变化，因此

在 不 同 测 点 位 置 下 ，谐 波 减 速 器 故 障 信 号 是 多

样的。

图 4 波形图及时频图

Fig. 4 The waveform and time‑frequency diagram

图 3 实验装置图

Fig. 3 Experimental device diagram

表 1 谐波减速器数据样本集

Tab. 1 Data sample set of harmonic reducer

故障类型

间隙过大

卡顿

正常

合计

训练集样本

70
70
70

210

测试集样本

20
20
20
60

标签类别

0
1
2

图 5 同一故障类型下不同传感器的全周期数据时频图

Fig. 5 Time‑frequency diagram of full cycle data of different 
sensors under the same fault type
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3. 3　30% 满转速下实验结果及分析

公 共 子 网 络 采 用 ResNet‑34 结 构 ，学 习 率 为

0.005，批大小为 32，学习轮数 k=150，动量设置为

0.9。 将 所 提 方 法（CWT+MFSAN）与 CWT+
MFSANdisc、CWT+MFSANMMD、CWT+DAN［10］ 、

CWT+DDC［15］、CWT+ResNet［16］、CWT+DSAN［17］

几种方法进行对比，以验证所提方法的有效性。其

中，源联合下 ResNet 方法进行实验是将多传感器数

据同时作为故障诊断模型的输入，对比所提方法，说

明对多传感器数据进行域适应的必要性。表 2 为谐

波减速器在 30% 满转速工作节拍下的分类准确率，

其中多源是指训练集来自多个位置传感器数据，源

联合是将混合的多个源域数据作为训练集来测试单

个目标域数据，单源是指训练集来自单个传感器

数据。

观察表 2，单源适配情况下，ResNet 在同一测点

处 A→A 的识别准确率高达 92.25%，但在测点位置

不 同 时 平 均 识 别 准 确 率 仅 为 60.42%，这 是 由 于

ResNet 网络具有良好的特征提取能力，但不具备适

配能力，因此不能减小由传感器位置不同导致的数

据分布差异。说明为减小数据分布差异，需要对来

自不同位置传感器的数据进行域自适应。单源域方

法 DDC 与 DAN 平均识别准确率均高于 ResNet，是
因为 DDC 与 DAN 均具有适配层，可以减小由传感

器位置引起的数据分布差异。与单源域相比，源联

合情况下 DAN、DDC 和 ResNet 的平均识别准确率

均高于单源的平均识别准确率，这表明多传感器数

据可提高识别精度。

由表 2 可知，源联合情况下，ResNet识别准确率

低于所提方法，因 ResNet 仅将多传感器数据作为输

入，且不含适配层，不能减小源域与目标域之间的分

布差异，说明了多传感器间进行适配的必要性；因

DDC、DAN 与 DSAN 仅对齐不同传感器特征分布，

未考虑分类器输出对齐，很难学习其域不变特征，不

能消除多个源域和目标域之间的偏移，故 DDC、

DAN 与 DSAN 平均识别准确率均低于所提方法。

所提方法分别在不同特征空间学习域不变表示，并

在不同特征空间中对齐每对源域和目标域的特定领

域分布以及目标样本的特定领域分类器输出，更能

减小源域与目标域之间的分布差异。

由表 2 可见，ResNet 在源联合情况下识别准确

率仅为 78.89%，比 MFSANMMD 低 11.67%，说明将

多个源域与目标域分别映射到不同的特征空间，对

齐每对源域与目标域的特征分布进而学习其特定领

域的域不变表示是有必要的。MFSANMMD 平均识

别准确率低于所提方法，说明仅对齐每对源域与目

标域在特定特征空间中的特征分布，而不考虑对齐

分类器的输出不能很好地减小数据分布差异；同样

MFSANdisc 平均识别准确率也低于所提方法，说明

不考虑对齐特征分布仅对齐特定领域分类器的输出

表 2 30% 满转速下的分类准确率

Tab. 2 Classification accuracy at 30% full speed

标准

多源

源联合

单源

方法

MFSAN

MFSANMMD

MFSANdisc

DAN

DDC

DSAN

ResNet

DAN

DDC

DSAN

ResNet

分类准确率/%

A、B→C

100

85.83

86.67

96.97

94.70

95.83

93.33

A→C

B→C

A→C

B→C

A→C

B→C

A→C

B→C

75.00

87.88

70.45

70.45

88.33

94.17

65.83

80.83

A、C→B

100

96.67

97.50

85.61

90.91

98.33

91.67

A→B

C→B

A→B

C→B

A→B

C→B

A→B

C→B

75.76

69.70

68.18

76.52

80.83

77.50

64.17

69.17

B、C→A

99.17

89.17

84.17

98.48

80.30

95.83

51.67

B→A

C→A

B→A

C→A

B→A

C→A

B→A

C→A

81.06

84.09

62.88

63.64

60.83

58.33

40.83

41.67

平均值

99.72

90.56

89.45

93.69

88.64

96.66

78.89

78.92

68.69

76.67

60.42

A→A

-

-

-

-

-

-

-

98.36

91.12

97.89

92.25
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可减小数据的分布差异，但效果不佳。即仅对源域

与目标域的特征分布或者分类器的输出进行对齐的

方法不能很好地减小数据的分布差异，在对齐特征

分布的同时对分类器输出也进行对齐可得到更高的

分类准确率，验证了采用两阶段方法对齐数据分布

的必要性和有效性。

图 6 给 出 了 A、B→C 不 同 方 法（MFSAN、

DAN、DDC、ResNet、DSAN）的概率密度图，同时计

算源域和目标域之间的最大平均差异（MMD）以分

析两个领域间的分布差异。根据图 6（b）、（e）可看

出 MFSANMMD 对齐源域与目标域的特征分布可拉

近域间分布差异。观察该图，DDC、DAN 与 DSAN
具有适配层，可以拉近两域数据分布差异，但效果不

佳。由图 6 中（e）、（f）可以看出仅对齐特征分布或者

分类器输出的方法可以拉近数据分布，但效果不好。

MFSAN 的两个不同特征空间的概率密度图如图

6（h）和（i）所示，所提方法源域与目标域几乎重合在

一起，效果明显优于其他方法。这是因为所提方法

不仅对齐源域与目标域之间的特征分布，并且利用

领域特定的决策边界对分类器的输出进行对齐，使

得源域与目标域之间的分布更为相近。

进一步分析识别精度较好的几种方法分类准确

率随迭代次数的变化，如图 7 所示。随着迭代次数

的增加分类准确率不断提高，所提方法始终高于其

他方法，且在迭代次数 k 仅为 26 时所提方法准确率

已达 100%，说明在迭代次数较少的情况下，所提方

法分类准确率更高，收敛速度更快。

考虑到批大小以及学习率对诊断性能的影响，

以 A、B→C 为例，分别选取不同的批大小以及学习

率对不同适配方法进行实验。表 3 和表 4 分别为学

习率一定、不同批大小以及批大小一定、不同学习率

下各方法的分类准确率。从表 3 和表 4 可看出，批大

小以及学习率对各方法的识别准确率均有一定影

响。若批大小设置过小，训练时间会过长，而批大小

设置过大，占用计算机内存资源会变大，且达到相同

准确率所需的迭代次数也会增加，根据表 4，可以看

出各方法在批大小为 32 时可达到最高的识别准确

率；学习率对分类准确率也有一定程度的影响，学习

率设置过小时，网络收敛速度下降，若学习率过大则

会导致无法收敛。因此，各网络均具备一个最佳的

批大小以及学习率。

3. 4　100% 满转速下实验结果及分析

为进一步验证所提方法的有效性，在 100% 满

图 6 A、B→C 概率密度图

Fig. 6 A、B→C probability density diagram

图 7 30% 满转速下不同适配方法分类准确率对比

Fig. 7 Comparison of classification accuracy of different 
adaptation methods at 30% full speed

表 3 不同批大小下的分类准确率

Tab. 3 Classification accuracy under different batch sizes

批大小

8
16
32
40

分类准确率/%
MFSAN

97.50
98.33
100

96.67

DAN
96.67
95.83
96.97
88.33

DDC
93.38
91.20
94.70
86.67

ResNet
92.83
90.25
93.33
80.42

DSAN
93.23
94.31
95.83
88.64

表 4 不同学习率下的分类准确率

Tab. 4 Classification accuracy under different learning 
rates

学习率

0.1
0.01

0.001
0.0001

0.00001

分类准确率/%
MFSAN

95.68
96.36
98.33
84.17
83.37

DAN
86.67
96.67
93.26
81.67
79.58

DDC
80.83
94.70
89.85
76.67
64.58

ResNet
73.56
77.50
84.17
85.41
93.33

DSAN
77.56
80.23
90.34
95.83
87.15
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转速工作节拍下重复实验。表 5 为不同适配方法下

的分类准确率。由表 5 可知，所提方法平均识别准

确率可达 99.94%，均高于其他方法，这说明所提方

法在不同的特征空间分别对齐源域与目标域之间的

特征分布以及分类器的输出，可以很好地减小由传

感器位置差异引起的数据分布差异，再次证明了该

方法的可行性与有效性。

图 8 为在 100% 满转速工作节拍下不同故障状

态下的分类准确率对比结果。根据该图，所提方法

的分类准确率随着迭代次数的增加不断提高，且具

有较好的识别结果，收敛速度远高于其他方法。进

一步说明所提方法是有效的。

4　结  论

考虑不同安装位置传感器所测数据分布差异

影响诊断结果的问题，提出基于多特征空间自适

应网络（MFSAN）的谐波减速器故障诊断方法。

所提方法通过两阶段对齐，即在不同特征空间中

对齐每对源域和目标域的特定领域分布，并利用

领域特定的决策边界对分类器的输出进行对齐，

最终有效减小因传感器位置差异引起的分布差

异。在 30% 满转速以及 100% 满转速下谐波减速

器故障诊断的实验结果证明了所提方法的可行性

与有效性。
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